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Περίληψη

Η παρούσα διπλωµατική εργασία εξετάζει την εφαρµογή της τεχνικής της Υπερανάλυσης
Εικόνας (Super-Resolution) µε τη χϱήση εξελιγµένων µοντέλων διάχυσης (Diffusion Models)
σε δύο διαφορετικούς τοµείς : την ιατρική απεικόνιση και την αυτόνοµη οδήγηση. Συγκεκρι-
µένα, χρησιµοποιήθηκαν το σύνολο δεδοµένων BraTS2023, το οποίο περιλαµβάνει µαγνη-
τικές τοµογραφίες (MRIs) ασθενών και αποσκοπεί στην ανάλυση όγκων εγκεφάλου, καθώς
και ένα νεοσύστατο σύνολο δεδοµένων ϕωτεινών σηµατοδοτών, το οποίο δηµιουργήθηκε ει-
δικά για τις ανάγκες της παρούσας εργασίας, για εφαρµογές σε αυτόνοµα οχήµατα. Στόχος
της µελέτης είναι η αξιολόγηση της αποτελεσµατικότητας και των δυνατοτήτων των µοντέλων
διάχυσης στον τοµέα της υπερανάλυσης εικόνας.

Η προτεινόµενη προσέγγιση ϐασίζεται στη δυναµική των µοντέλων διάχυσης, µιας καινο-
τόµου κατηγορίας µοντέλων µηχανικής µάθησης που αξιοποιούν την αρχιτεκτονική U-Net,
µε σκοπό την παραγωγή εικόνων υψηλής ανάλυσης από αντίστοιχες χαµηλής ανάλυσης.
Για τη ϐελτιστοποίηση της απόδοσης του µοντέλου, στα δεδοµένα εφαρµόστηκαν τεχνικές
προεπεξεργασίας, όπως κανονικοποίηση, αλλαγή µεγέθους και τυποποίηση, ώστε να δια-
σφαλιστεί η συνέπεια και η συµβατότητα µε το µοντέλο καθώς και να αυξηθεί το µέγεθος των
datasets µέσω τεχνικών επαύξησης δεδοµένων (data augmentation). Η αξιολόγηση της α-
πόδοσης των µοντέλων πραγµατοποιήθηκε µέσω αντικειµενικών µετρικών ποιότητας εικόνας,
όπως το CLIPIQA και το MUSIQ, που επιτρέπουν την ποσοτική αποτίµηση της ποιότητας των
παραγόµενων εικόνων, λαµβάνοντας υπόψη τόσο τα αντιληπτικά χαρακτηριστικά όσο και την
πιστότητα της υπεϱ-ανάλυσης.

Τα πειραµατικά αποτελέσµατα καταδεικνύουν ουσιαστικές ϐελτιώσεις στην ανάλυση ει-
κόνων του συνόλου BraTS2023, αποδεικνύοντας τη δυναµική των µοντέλων διάχυσης σε
εφαρµογές ιατρικής απεικόνισης. Ωστόσο, το σύνολο δεδοµένων ϕωτεινών σηµατοδοτών πα-
ϱουσίασε προκλήσεις, κυρίως λόγω της περιορισµένης ποικιλοµορφίας και ποιότητάς του,
µε αποτέλεσµα οι ϐελτιώσεις στην ανάλυση να είναι λιγότερο εµφανείς. Συµπερασµατικά,
τα µοντέλα διάχυσης παρουσιάζουν πολλές προοπτικές για εργασίες υπερανάλυσης εικόνας
σε ελεγχόµενα περιβάλλοντα, αλλά απαιτείται περαιτέρω έρευνα για την αντιµετώπιση Ϲητη-
µάτων όπως η ποικιλοµορφία των δεδοµένων, η ϐελτιστοποίηση των µοντέλων και οι υπολο-
γιστικές απαιτήσεις για ευρύτερες εφαρµογές.

Λέξεις Κλειδιά

Υπεϱανάλυση εικόνας, Μοντέλα ∆ιάχυσης, Ανακατασκευή εικόνας, Ιατϱική απεικόνιση,
Αυτόµατη οδήγηση, Βαθιά Μάθηση, Παϱαγωγικά Μοντέλα, ΄Οϱαση Υπολογιστών, U-Net,
Ανίχνευση Αντικειµένων, Yolo
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Abstract

This thesis explores the application of image Super-Resolution using advanced Diffu-
sion Models in two distinct domains: medical imaging and autonomous driving. Specifi-
cally, two datasets were utilized: BraTS2023, which contains magnetic resonance imaging
(MRI) scans of patients for the analysis of brain tumors, and a newly established dataset
of traffic lights, which was specifically created for this study to support autonomous ve-
hicle applications. The aim of this research is to evaluate the effectiveness and potential
of diffusion models in the field of super-resolution.

The proposed approach leverages the capabilities of diffusion models, a novel class of
machine learning models that utilize the U-Net architecture to generate high-resolution
images from their low-resolution counterparts. To optimize the model’s performance,
several preprocessing techniques were applied to the dataset, including normalization,
resizing, and standardization, ensuring consistency and compatibility with the model
while also expanding the dataset using data augmentation techniques. The performance
evaluation of the models was conducted using objective image quality metrics, such as
CLIPIQA and MUSIQ, which provide quantitative assessments of the generated images by
considering both perceptual characteristics and super-resolution fidelity.

The experimental results demonstrate significant improvements in the image resolu-
tion of the BraTS2023 dataset, confirming the potential of diffusion models in medical
imaging applications. However, the traffic light dataset presented certain challenges,
primarily due to its limited diversity and image quality, resulting in less noticeable im-
provements.

In conclusion, diffusion models exhibit strong potential for super-resolution tasks in
controlled environments, where data quality and structure are well-defined. However,
further research is required to address key challenges, such as dataset diversity, model
optimization, and computational requirements, to enable their broader application in
real-world scenarios.

Keywords

Super-Resolution, Diffusion Models, Image Reconstruction, Medical Imaging, Au-
tonomous Driving, Deep Learning, Generative Models, Computer Vision, U-Net, Object
Detection, Yolo
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Κεφάλαιο 1

Εισαγωγή

1.1 Κίνητϱο

Η τεχνολογία της Υπεϱανάλυσης Εικόνας (Super-Resolution) έχει αναδειχθεί σε έναν από
τους πιο καινοτόµους και επιδϱαστικούς τοµείς της όϱασης υπολογιστών, καθώς επιτϱέπει τη
ϐελτίωση της ποιότητας και της ευκϱίνειας εικόνων χαµηλής ανάλυσης. Αυτή η τεχνολογία
έχει ευϱύ ϕάσµα εφαϱµογών σε τοµείς όπως η ιατϱική, η αυτόνοµη οδήγηση, η ασφάλεια
και η τηλεπισκόπηση, όπου η ανάγκη για υψηλής ανάλυσης εικόνες είναι καθοϱιστική.

Πιο συγκεκριµένα, στη ϐελτίωση της ευκρίνειας µαγνητικών τοµογραφιών εγκεφάλου,
η υψηλή ανάλυση εικόνας µπορεί να συµβάλει στη διάγνωση παθήσεων µε µεγαλύτερη α-
κρίβεια και στην πρώιµη ανίχνευση ανωµαλιών. Αντίστοιχα, στην αυτόνοµη οδήγηση, η
ικανότητα των συστηµάτων να επεξεργάζονται καθαρές και λεπτοµερείς εικόνες ϐελτιώνει την
απόδοση, την ασφάλεια και τη συνολική αξιοπιστία των αλγορίθµων αντίληψης του περιβάλ-
λοντος.

Η ϱαγδαία ανάπτυξη των Μοντέλων ∆ιάχυσης (Diffusion Models), τα οποία αρχικά χρησι-
µοποιήθηκαν κυρίως για παραγωγή εικόνων, έχει ανοίξει νέες ερευνητικές προοπτικές στην
υπερανάλυση εικόνας. Η παρούσα εργασία διερευνά την ικανότητα αυτών των µοντέλων
να προσφέρουν καινοτόµες λύσεις σε προκλήσεις που απαιτούν ϐελτίωση εικόνων χαµηλής
ανάλυσης, ενισχύοντας έτσι τις εφαρµογές σε ιατρικά δεδοµένα και συστήµατα αυτόνοµης
οδήγησης.

1.2 Σκοπός

Ο σκοπός της παϱούσας διπλωµατικής εϱγασίας είναι η εφαϱµογή και αξιολόγηση των
δυνατοτήτων των Diffusion Models στο πεδίο του Super Resolution στους τοµείς της ιατϱικής
απεικόνισης και των συστηµάτων αυτόµατης οδήγησης.

Ειδικότεϱα, η εϱγασία αυτή επικεντϱώνεται :

1. Στη ϐελτίωση της ποιότητας εικόνων από µαγνητικές τοµογϱαφίες εγκεφάλου, µε στόχο
την ενίσχυση της διαγνωστικής ακϱίβειας.

2. Στη ϐελτίωση της ποιότητας εικόνων από συστήµατα ανίχνευσης στην αυτόνοµη ο-
δήγηση, ώστε να εξασφαλιστεί καλύτερη ανάλυση αντικειµένων και χαρακτηριστικών
του περιβάλλοντος.
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3. Στην εξερεύνηση πιθανών εφαρµογών του Super Resolution σε άλλους τοµείς, αξιο-
ποιώντας την τεχνολογία των Diffusion Models.

Με την αξιολόγηση της απόδοσης των Diffusion Models στους πϱοαναφεϱθέντες τοµείς,
η εϱγασία στοχεύει να πϱοσφέϱει σηµαντικά εϱευνητικά ευϱήµατα που ϑα ενισχύσουν την
εφαϱµογή αυτής της τεχνολογίας σε πϱαγµατικές και απαιτητικές συνθήκες.

1.3 ∆οµή

Στο πϱώτο κεφάλαιο παϱουσιάζονται το κίνητϱο και ο σκοπός της έϱευνας, καθώς και η
γενική δοµή της εϱγασίας.

Το δεύτερο κεφάλαιο εστιάζει στο Θεωρητικό Υπόβαθρο, όπου αναλύονται οι ϐασικές αρ-
χές της Υπερανάλυσης Εικόνας (Super Resolution), οι τεχνικές ανίχνευσης αντικειµένων,
καθώς και τα ϑεµελιώδη µοντέλα µηχανικής µάθησης που χρησιµοποιούνται στον τοµέα
αυτό. Ειδικότερα, γίνεται αναφορά στα Συνελικτικά Νευρωνικά ∆ίκτυα (CNNs), το U-Net,
καθώς και στη µέθοδο (Knowledge Distillation). Ιδιαίτερη έµφαση δίνεται στα Μοντέλα ∆ι-
άχυσης (Diffusion Models), τα οποία αποτελούν το κύϱιο αντικείµενο µελέτης της παρούσας
εργασίας. Επιπλέον, γίνεται αναφορά στις µετρικές αξιολόγησης των µοντέλων.

Το τϱίτο κεφάλαιο αφορά τη Μέθοδο και τα Αποτελέσµατα της παρούσας εργασίας.
Περιγράφονται τα σύνολα δεδοµένων που χρησιµοποιήθηκαν, συµπεριλαµβανοµένων των
BraTS2023 και Traffic Lights, καθώς και η αρχιτεκτονική και η πειραµατική διαµόρφωση
του µοντέλου SinSR που εξετάζεται. Αναλύεται η διάταξη των πειραµάτων, η διαδικασία
εκπαίδευσης των µοντέλων και παρουσιάζονται τα αποτελέσµατα που προέκυψαν από τις
πειραµατικές διαδικασίες.

Τέλος, στο τέταρτο κεφάλαιο διατυπώνονται τα συµπεράσµατα της εργασίας, συνοψίζο-
ντας τα ευρήµατα και την απόδοση των µοντέλων. Παράλληλα, προτείνονται µελλοντικές
επεκτάσεις και ϐελτιώσεις για περαιτέρω έρευνα και εφαρµογή της τεχνολογίας υπερανάλυ-
σης εικόνας σε νέα πεδία εφαρµογών.

26 ∆ιπλωµατική Εργασία



Κεφάλαιο 2

Θεωϱητικό υπόβαθϱο

Το παρόν κεφάλαιο παρουσιάζει τα ϐασικά ϑεωρητικά ϑεµέλια που υποστηρίζουν την α-
νάπτυξη της προτεινόµενης µεθοδολογίας υπερανάλυσης εικόνας. Αρχικά, παρατίθε-

ται µια επισκόπηση των τεχνικών υπερανάλυσης, µε έµφαση στους στόχους, τις µεθόδους
και τις εφαρµογές τους. Στη συνέχεια, εξετάζονται τα συστήµατα ανίχνευσης αντικειµένων,
τα οποία διαδραµατίζουν καθοριστικό ϱόλο στον εντοπισµό σχετικών περιοχών ενδιαφέροντος
πϱιν από τη διαδικασία ενίσχυσης της ανάλυσης.

2.1 Υπεϱανάλυση Εικόνας

Η υπερανάλυση εικόνας αποτελεί µια µέθοδο της όρασης υπολογιστών η οποία απο-
σκοπεί στην ϐελτίωση της ανάλυσης µία εικόνας και επιτυγχάνεται µε την ανακατασκευή
µιας εικόνας υψηλής ανάλυσης από µία αντίστοιχη χαµηλής ανάλυσης. Η τεχνική αυτή
είναι Ϲωτικής σηµασίας για την ανάκτηση λεπτοµεριών που έχουν χαθεί λόγω περιορισµού
ανάλυσης του αισθητήρα ή εξωτερικών παραγόντων και χρησιµοποιείται σε ένα ευρύ ϕάσµα
εφαρµογών. Μεταξύ αυτών περιλαµβάνονται η δορυφορική και εναέρια απεικόνιση [3], η
επεξεργασία ιατρικών εικόνων [4],[5],[6], η υπέρυθρη απεικόνιση [7], η ϐελτίωση εικόνας
προσώπων [8], η αναγνώριση πινακίδων οχηµάτων [9], η ταυτοποίηση δακτυλικών αποτυπω-
µάτων [10], καθώς και πολλές άλλες ϐιοµηχανικές και εφαρµογές ασφάλειας.

Η ϐελτίωση της ποιότητας µιας εικόνας µπορεί να επιτευχθεί µέσω της προσαρµογής
είτε του υλικού (hardware) είτε του λογισµικού (software). Οι hardware-based µέθοδοι,
αν και πιο αποδοτικές σε ορισµένες περιπτώσεις, είναι συχνά πιο ακριβές και πολύ λιγότε-
ϱο ευέλικτες. Αντίθετα, οι software-based µέθοδοι [11] είναι πιο οικονοµικές και έχουν
τη δυνατότητα εφαρµογής σε ήδη υπάρχουσες εικόνες ή συστήµατα, καθιστώντας τις ιδα-
νικές για πολλές περιπτώσεις χϱήσης. Για τον λόγο αυτό, οι µέθοδοι που ϐασίζονται στο
λογισµικό έχουν κυριαρχήσει στην επιστηµονική έρευνα και τις πρακτικές εφαρµογές της
υπερανάλυσης.

Αξιοσηµείωτο είναι, πως η υπερανάλυση εικόνας δεν αναφέρεται απλώς στη αύξηση των
διαστάσεων της εικόνας, αλλά στην αύξηση του αριθµού των εικονοστοιχείων (pixels) ανά
µονάδα επιφάνειας της εικόνας. Αντίθετα µε τις απλές τεχνικές µεγέθυνσης (όπως η bicubic
interpolation), οι οποίες αυξάνουν τις διαστάσεις της εικόνας προσθέτοντας εικονοστοιχε-
ία µέσω παρεµβολής χωρίς να εισάγουν νέα πληροφορία, το Super Resolution αυξάνει την
πραγµατική πυκνότητα των εικονοστοιχείων, συµπληρώνοντας νέες λεπτοµέρειες που δεν
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υπήρχαν στην αρχική εικόνα. Αυτό επιτρέπει τη δηµιουργία εικόνων που περιέχουν περισ-
σότερη πληροφορία και µεγαλύτερη ευκρίνεια.

Η υπερανάλυση εικόνας έχει γνωρίσει τεράστια πρόοδο τα τελευταία χϱόνια, χάϱη στην
ανάπτυξη νέων αλγορίθµων τεχνητής νοηµοσύνης, όπως τα Συνελικτικά Νευρωνικά ∆ίκτυα
(Convolutional Neural Networks, CNNs) [12] καθώς και τα Παραγωγικά Αντιπαραθετικά
∆ίκτυα (Generative Adversarial Networks, GANs) [13]. Αυτές οι µέθοδοι επιτρέπουν την
ανακατασκευή λεπτοµερειών µε υψηλή ακρίβεια, διατηρώντας ταυτόχρονα τη ϕυσικότητα
και την ποιότητα της εικόνας. Παρά τις προκλήσεις, όπως η διατήρηση των υφιστάµενων
χαρακτηριστικών και η αποφυγή τεχνητών παραµορφώσεων (artifacts), η υπερανάλυση συ-
νεχίζει να αποτελεί έναν από τους πιο ελπιδοφόρους τοµείς της όρασης υπολογιστών. Στην
παρούσα εργασία ϑα εξετάσουµε την εφαρµογή των Μοντέλων ∆ιάχυσης (Diffusion Models)
[14] σε αυτόν τον τοµέα.

Σχήµα 2.1: Σύγκριση δορυφορικής εικόνας της πόλης του Παρισιού χαµηλής ανάλυσης (α-
ϱιστερά) µε την αντίστοιχη εικόνα υψηλής ανάλυσης (δεξιά), αναδεικνύοντας την ενισχυµένη
ευκρίνεια και λεπτοµέρεια που επιτυγχάνονται µέσω τεχνικών επεξεργασίας εικόνας.

2.2 Ανίχνευση Αντικειµένων

Η ανίχνευση αντικειµένων (Object Detection [15]) αποτελεί ϑεµελιώδη τεχνική της όρα-
σης υπολογιστών, µε σκοπό τον εντοπισµό και την κατηγοριοποίηση αντικειµένων σε ψηφια-
κές εικόνες ή ϐίντεο. Συνδυάζει δύο επιµέρους εργασίες — τον προσδιορισµό της ϑέσης και
της κατηγορίας κάθε αντικειµένου — καθιστώντας την απαραίτητο εργαλείο για την κατα-
νόηση του οπτικού περιεχοµένου σε στατικές και δυναµικές σκηνές.

Η µέθοδος αυτή έχει ευρεία εφαρµογή σε διάφορους τοµείς, όπως η αυτόνοµη οδήγηση,
τα συστήµατα επιτήρησης και η ϱοµποτική. Μπορεί να χρησιµοποιηθεί τόσο σε στατικές
εικόνες και ϐίντεο όσο και σε πραγµατικό χϱόνο. Η ανάπτυξη των Συνελικτικών Νευρωνι-
κών ∆ικτύων (CNNs) έχει συµβάλει στην δηµιουργία και την εξέλιξη πρωτοποριακών δικτύων
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ανίχνευσης αντικειµένων τα οποία είναι σε ϑέση να ανιχνεύουν πολύπλοκα οπτικά χαρα-
κτηριστικά. Πρωτοποριακοί αλγόριθµοι, όπως οι Faster R-CNN [16], YOLO (You Only Look
Once) [1] και SSD (Single Shot MultiBox Detector) [17], έχουν προσφέρει υψηλή ακρίβεια
και ταχύτητα στην ανίχνευση αντικειµένων.

Σχήµα 2.2: Ανίχνευση αντικειµένων σε αστική οδό, µε εντοπισµό οχηµάτων, ποδηλάτων, πεζών
και ϕωτεινού σηµατοδότη µέσω αϱιθµηµένων πλαισίων. [1]

Πϱόσφατα, η χϱήση αρχιτεκτονικών µετασχηµατιστών (transformers) [18] έχει ϕέϱει ε-
πανάσταση στο πεδίο της ανίχνευσης αντικειµένων. Αυτά τα µοντέλα καταργούν την ανάγκη
για παραδοσιακές προσεγγίσεις προτάσεων περιοχών (region proposals), χρησιµοποιώντας
παγκόσµια αναπαράσταση χαρακτηριστικών της εικόνας και επιτυγχάνοντας εξαιρετική α-
πόδοση.

Η ανίχνευση αντικειµένων συνεχίζει να διαδραµατίζει καθοριστικό ϱόλο στην όραση υ-
πολογιστών, επεκτείνοντας τα όριά της µέσω νέων τεχνολογιών και ανοίγοντας το δϱόµο για
ακόµη πιο καινοτόµες εφαρµογές σε διάφορους τοµείς της επιστήµης και της τεχνολογίας.

2.3 Συνελικτικά Νευϱωνικά ∆ίκτυα

Τα Convolutional Neural Networks (CNNs) [12] αποτελούν µια εξειδικευµένη κατηγορία
µοντέλων ϐαθιάς µάθησης, σχεδιασµένη για την επεξεργασία δεδοµένων µε χωρικές ιδιότη-
τες, όπως εικόνες και ϐίντεο. Εµπνευσµένα από τον τϱόπο λειτουργίας του ανθρώπινου
οπτικού συστήµατος, τα CNNs χρησιµοποιούν ιεραρχικά επίπεδα για να µάθουν αυτόµατα
χωρικές ιεραρχίες χαρακτηριστικών από ακατέργαστα δεδοµένα εισόδου. Σε αντίθεση µε
τα παραδοσιακά πλήϱως συνδεδεµένα νευρωνικά δίκτυα, τα CNNs αξιοποιούν συνελικτι-
κά επίπεδα, επίπεδα υποδειγµατοληψίας (pooling layers) και πλήϱως συνδεδεµένα επίπεδα
(fully connected layers) για την αποδοτική εξαγωγή τόσο τοπικών όσο και γενικών προτύπων.

Η ϐασική λειτουϱγία των CNNs είναι η συνέλιξη (convolution operation), κατά την οποία
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.

Σχήµα 2.3: Ενδεικτική αϱχιτεκτονική συνελικτικού νευϱωνικού δικτύου.

εφαϱµόζεται ένας πυϱήνας (filter ή kernel) στην εικόνα εισόδου για την εξαγωγή σηµαντικών
χαϱακτηϱιστικών. Πιο συγκεκϱιµένα, για µια δοθείσα εικόνα I(x, y) και έναν συνελικτικό
πυϱήνα K(a, b), η πϱάξη της συνέλιξης οϱίζεται ως :

S(x, y) =
∑

a

∑
b

I(x − a, y − b)K(a, b)

όπου S(x, y) είναι ο χάρτης χαρακτηριστικών εξόδου µετά την εφαρµογή της συνέλιξης,
I(x, y) η εικόνα εισόδου και K(a, b) ο συνελικτικός πυρήνας (ένας µικρός πίνακας εκπαιδε-
ύσιµων ϐαρών). Οι αθροίσεις αφορούν τις διαστάσεις του πυρήνα.

Μετά τη συνέλιξη, τα CNNs εφαρµόζουν επίπεδα υποδειγµατοληψίας (pooling layers)
για τη µείωση της διάστασης των χαρτών χαρακτηριστικών, διατηρώντας παράλληλα τις πιο
σηµαντικές πληροφορίες. Η πιο συχνά χρησιµοποιούµενη τεχνική είναι η µέγιστη υποδειγ-
µατοληψία (Max Pooling), η οποία ορίζεται ως :

P(x, y) = max
i,j∈R

S(x + i, y + j)

όπου R είναι η περιοχή υποδειγµατοληψίας (π.χ., παράθυρο 2×2). Η µέγιστη υποδειγ-
µατοληψία διατηρεί τα πιο σηµαντικά χαρακτηριστικά, µειώνοντας ταυτόχρονα το υπολογι-
στικό κόστος και τον κίνδυνο υπερεκπαίδευσης.

Αφού εξαχθούν τα υψηλού επιπέδου χαρακτηριστικά µέσω πολλαπλών επιπέδων συνέλι-
ξης και υποδειγµατοληψίας, το τελευταίο στάδιο περιλαµβάνει πλήϱως συνδεδεµένα επίπεδα
(FC layers). Οι χάρτες χαρακτηριστικών µετατρέπονται σε µονοδιάστατο διάνυσµα και υ-
ποβάλλονται σε επεξεργασία από ένα κλασικό νευρωνικό δίκτυο προώθησης (feedforward
neural network) για ταξινόµηση. Η τελική πρόβλεψη προκύπτει µέσω της συνάρτησης ενερ-
γοποίησης softmax:

pi =
ezi∑
j ezj

Τα CNNs έχουν επιφέρει σηµαντικές εξελίξεις στον τοµέα της όρασης υπολογιστών, επι-
τρέποντας πρωτοποριακές εφαρµογές στην ταξινόµηση εικόνων, την ανίχνευση αντικειµένων,
την αναγνώριση προσώπων και την ιατρική ανάλυση εικόνων. Βασικές αρχιτεκτονικές, όπως
το AlexNet [19], το VGGNet [20], το ResNet [21], και τα Inception networks [22] έχουν
ϐελτιστοποιήσει την απόδοση σε ποικίλες αναγνωριστικές εργασίες. Οι αρχιτεκτονικές αυτές
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διαφέρουν ως πϱος το ϐάθος, την υπολογιστική πολυπλοκότητα και τις τεχνικές ϐελτιστοπο-
ίησης, αλλά όλες ϐασίζονται στη ϑεµελιώδη αρχή της ιεραρχικής εξαγωγής χαρακτηριστικών
µέσω συνελικτικών διεργασιών.

΄Ενα από τα ϐασικά πλεονεκτήµατα των CNNs είναι η ικανότητά τους να µαθαίνουν αυ-
τόµατα αναπαραστάσεις χαρακτηριστικών, εξαλείφοντας την ανάγκη για χειροκίνητη εξαγωγή
τους. Η εισαγωγή της µεταφοράς µάθησης (transfer learning) έχει ενισχύσει ακόµη περισ-
σότερο τη χρηστικότητά τους, επιτρέποντας την αξιοποίηση προεκπαιδευµένων µοντέλων σε
εξειδικευµένες εργασίες µε περιορισµένα δεδοµένα. Επιπλέον, η ενσωµάτωση µηχανισµών
προσοχής (attention mechanisms) και η ανάπτυξη υβριδικών µοντέλων ϐασισµένων σε µε-
τασχηµατιστές (transformer-based hybrid models) έχουν ϐελτιώσει περαιτέρω την ικανότητα
των CNNs να γενικεύουν αποτελεσµατικά σε διαφορετικά σύνολα δεδοµένων.

Παϱά την επιτυχία τους, τα CNNs αντιµετωπίζουν ορισµένες προκλήσεις, όπως η υπο-
λογιστική πολυπλοκότητα, η ευαισθησία σε επιθέσεις παραπλάνησης (adversarial attacks)
και η ανάγκη µεγάλων συνόλων δεδοµένων µε επισηµάνσεις (labeled datasets) για απο-
τελεσµατική εκπαίδευση. Η έρευνα επικεντρώνεται στη ϐελτίωση της αποδοτικότητας των
CNNs, µε την ανάπτυξη τεχνικών όπως η η συµπίεση µοντέλων (model compression) και η
αυτοεπιβλεπόµενη µάθηση (self-supervised learning).

Τα CNNs εξακολουθούν να αποτελούν ϑεµέλιο λίθο της έρευνας στη ϐαθιά µάθηση, υ-
ποστηρίζοντας εφαρµογές αιχµής σε τοµείς όπως η αυτόνοµη οδήγηση, η ιατρική διάγνωση,
η επιτήρηση και η ασφάλεια. Καθώς η τεχνητή νοηµοσύνη εξελίσσεται, τα CNNs συνυ-
πάρχουν και εξελίσσονται παράλληλα µε νεότερα αρχιτεκτονικά πρότυπα, όπως οι Vision
Transformers (ViTs) και τα νευρωνικά δίκτυα ϐασισµένα σε γραφήµατα (graph-based neu-
ral networks), συµβάλλοντας από κοινού στη διαµόρφωση του µέλλοντος της υπολογιστικής
όρασης και της τεχνητής νοηµοσύνης.

2.4 U-Net

Το U-Net [23] είναι ένα πλήϱως συνελικτικό νευρωνικό δίκτυο (Fully Convolutional Net-
work - FCN), ειδικά σχεδιασµένο για εργασίες τµηµατοποίησης εικόνας. ΄Εχει υιοθετηθεί
ευρέως στον τοµέα της ιατρικής απεικόνισης. Παρουσιάστηκε από τους Ronneberger et al.
το 2015 και έκτοτε έχει καθιερωθεί ως µία από τις πιο διαδεδοµένες αρχιτεκτονικές για
σηµασιολογική τµηµατοποίηση, χάϱη στην ικανότητά του να αποτυπώνει τόσο πληροφορία
υψηλού επιπέδου όσο και χωρικές λεπτοµέρειες, µέσω µιας συµµετρικής αρχιτεκτονικής
τύπου κωδικοποιητή-αποκωδικοποιητή.

Η αϱχιτεκτονική του U-Net αποτελείται από δύο κύϱια µέϱη:

• Κωδικοποιητής (Contracting Path): Εξάγει χαϱακτηϱιστικά υψηλού επιπέδου µέσω
συνελίξεων και υποδειγµατοληψίας.

• Αποκωδικοποιητής (Expanding Path): Ανακατασκευάζει τον χάρτη τµηµατοποίη-
σης µέσω upsampling, µε τη ϐοήθεια συνδέσεων παράκαµψης (skip connections) από
τα αντίστοιχα στάδια του κωδικοποιητή.

Μια απεικόνιση της αϱχιτεκτονικής του Υ-Νετ παϱουσιάζεται στο Σχήµα 2.4.
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Κωδικοποιητής Το µονοπάτι του κωδικοποιητή αποτελείται από επαναλαµβανόµενες συ-
νελικτικές πϱάξεις 3 × 3, ενεργοποίηση ReLU, και υποδειγµατοληψία µέσω max pooling
2 × 2:

Sl+1 = max
i,j∈R

(Wl ∗ Sl + bl),

όπου Sl είναι ο χάϱτης χαϱακτηϱιστικών στο επίπεδο l, Wl ο συνελικτικός πυϱήνας, bl η
µετατόπιση και R η πεϱιοχή υποδειγµατοληψίας.

Αποκωδικοποιητής Ο αποκωδικοποιητής αντικατοπτρίζει τον κωδικοποιητή και αυξάνει
σταδιακά τη χωρική ανάλυση µέσω upsampling, που επιτυγχάνεται µε ανεστραµµένες συ-
νελίξεις ή παρεµβολή, ακολουθούµενη από συµβατική συνελικτική πϱάξη:

Ul = Upsample(Sl),

Οι συνδέσεις παϱάκαµψης επιτϱέπουν στο δίκτυο να συνδυάζει πληϱοφοϱία υψηλής και
χαµηλής ανάλυσης, ϐελτιώνοντας την ακϱίβεια εντοπισµού.

Τελικό Επίπεδο Εξόδου ΄Ενα συνελικτικό επίπεδο 1 × 1 αντιστοιχίζει τα χαρακτηριστικά
στις επιθυµητές κατηγορίες, ενώ η ενεργοποίηση softmax αποδίδει πιθανότητες ανά εικονο-
στοιχείο :

pi =
ezi∑
j ezj

,

όπου pi είναι η πιθανότητα το εικονοστοιχείο i να ανήκει σε µία κατηγοϱία.
Το U-Net έχει επιδείξει υψηλή απόδοση σε διάφοϱους τοµείς, από την τµηµατοποίηση

εγκεφαλικών όγκων [24] [25] και πνευµονικών οζιδίων [26] , έως την εξαγωγή οδικών δικτύων
σε δοϱυφοϱικές εικόνες [27] και την αναγνώϱιση λωϱίδων σε αυτόνοµα οχήµατα [28] [29].
Χϱήσεις ϐϱίσκονται επίσης στη γεωϱγία [30] [29] και στην πεϱιβαλλοντική παϱακολούθηση
[31] [32].

Ωστόσο, το µοντέλο έχει και πεϱιοϱισµούς. Η πολυπλοκότητά του µποϱεί να απαιτεί
αυξηµένους πόϱους, ενώ η τµηµατοποίηση µικϱών αντικειµένων µποϱεί να είναι ανεπαϱκής.
Επίσης, χωϱίς τεχνικές κανονικοποίησης ή ενίσχυσης δεδοµένων, είναι πιθανό να πϱοκύψει
υπεϱπϱοσαϱµογή.

Για την αντιµετώπιση αυτών των ϑεµάτων έχουν πϱοταθεί παϱαλλαγές όπως το U-Net++
[33], το Attention U-Net [34] και το 3D U-Net [35].

Συνοψίζοντας, το U-Net αποτελεί ϑεµελιώδη αϱχιτεκτονική στην τµηµατοποίηση εικόνας,
πϱοσφέϱοντας έναν ισοϱϱοπηµένο συνδυασµό κατανόησης παγκόσµιου πεϱιεχοµένου και
διατήϱησης λεπτοµεϱειών.

2.5 Knowledge Distillation

Η µέθοδος Knowledge Distillation [36] αποτελεί τεχνική συµπίεσης µοντέλων, κατά την
οποία ένα µικϱότεϱο, πιο αποδοτικό µοντέλο, γνωστό ως µαθητής, εκπαιδεύεται ώστε να
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Σχήµα 2.4: Αρχιτεκτονική U-Net: συµµετρική δοµή κωδικοποιητή-αποκωδικοποιητή για σηµα-
σιολογική τµηµατοποίηση.

µιµηθεί τη συµπεϱιφοϱά ενός µεγαλύτεϱου και ισχυϱότεϱου µοντέλου, του διδάσκοντα.

Αντί να ϐασίζεται αποκλειστικά στις ετικέτες αληθείας, ο µαθητής αξιοποιεί τις soft la-
bels του διδάσκοντα — κατανοµές πιθανοτήτων που περιλαµβάνουν λεπτοµερή πληροφορία
για τις σχετικές οµοιότητες µεταξύ των κλάσεων. Η κατανοµή αυτή υπολογίζεται µέσω της
συνάρτησης softmax µε παραµετροποίηση ϑερµοκρασίας :

pT (yk |x) =
exp(zT

k /T )∑
j exp(zT

j /T )
(2.1)

όπου T είναι η παϱάµετϱος ϑεϱµοκϱασίας που «εξοµαλύνει» την κατανοµή. Ο µαθητής
εκπαιδεύεται ώστε να ελαχιστοποιήσει τη διαφοϱά µεταξύ των δικών του πϱοβλέψεων και
εκείνων του διδάσκοντα, µέσω της απόκλισης Kullback-Leibler (KL) [37]:

LKD = T2
∑

k

pT (yk |x) log
pT (yk |x)
pS(yk |x)

(2.2)

όπου pS(yk |x) είναι η προβλεπόµενη πιθανότητα του µαθητή. Για πιο ολοκληρωµένη
εκπαίδευση, η παραπάνω απώλεια µπορεί να συνδυαστεί µε την παραδοσιακή απώλεια δια-
σταυρωµένης εντροπίας :

L = (1 − λ)LCE + λLKD (2.3)

µε την παϱάµετϱο λ να ϱυθµίζει τη συµβολή των δύο όϱων.

Αυτή η προσέγγιση επιτρέπει στον µαθητή να πετυχαίνει συγκρίσιµη απόδοση µε το µο-
ντέλο διδάσκοντα, διατηρώντας ταυτόχρονα µικρότερο µέγεθος και χαµηλότερες απαιτήσεις
υπολογιστικών πόϱων — καθιστώντας την κατάλληλη για εφαρµογές σε κινητές συσκευές ή
ενσωµατωµένα συστήµατα.
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2.6 Μοντέλα ∆ιάχυσης

Τα µοντέλα διάχυσης (Diffusion Models) αποτελούν µια κατηγορία παραγωγικών µο-
ντέλων (generative models), τα οποία έχουν σηµειώσει εξαιρετικά αποτελέσµατα σε εργασίες
όπως η σύνθεση εικόνων, η µετατροπή κειµένου σε εικόνα και η απαλοιφή ϑορύβου από
δεδοµένα. Σε αντίθεση µε παραδοσιακές προσεγγίσεις, όπως τα GANs και οι VAEs, τα
µοντέλα διάχυσης ϐασίζονται σε µια στοχαστική διαδικασία, κατά την οποία ϑόρυβος µετα-
τρέπεται σταδιακά σε δοµηµένα δεδοµένα µέσω µιας ακολουθίας εκπαιδευµένων ϐηµάτων
αποθορυβοποίησης. Σηµαντικές εξελίξεις, όπως τα Denoising Diffusion Probabilistic Models
(DDPMs) και η προσέγγιση Denoising Score Matching (DSM), έχουν εντυπωσιακά ενισχύσει
την ποιότητα και τον έλεγχο των παραγόµενων δειγµάτων, καθιστώντας τα µοντέλα διάχυσης
ιδανικά για εφαρµογές υψηλής πιστότητας [38, 39, 40].

Μαθηµατική ∆ιατύπωση

Τα µοντέλα διάχυσης υλοποιούν µία διαδικασία δύο σταδίων : µια πϱος τα εµπρός δια-
δικασία και µία αντίστροφη (ανακατασκευή).

Πϱος τα Εµπρός ∆ιαδικασία ∆εδοµένου αρχικού δείγµατος x0 ∼ q(x), προστίθεται στα-
διακά Γκαουσιανός ϑόρυβος σε T ϐήµατα, σύµφωνα µε ένα προκαθορισµένο πρόγραµµα
διασποράς �1, ..., �T . ΄Ετσι, παράγεται µία ακολουθία όλο και πιο ϑορυβωδών δειγµάτων
x1, ..., xT :

q(x1:T | x0) :=
T∏

t=1
q(xt | xt−1),

q(xt | xt−1) := N
(
xt ;

√
1 − �txt−1, �tI

)
,

όπου το �t ∈ (0, 1) ελέγχει την ένταση του ϑοϱύβου σε κάθε χϱονικό ϐήµα.

Σχήµα 2.5: Απεικόνιση της αλυσίδας Μαρκο για την πϱος τα εµπϱός και αντίστϱοφη διαδικασία
διάχυσης.

Parametrization Trick Οϱίζοντας αt = 1 − �t και ᾱt =
∏t

s=1 αs, κάθε ϑοϱυβωµένο δείγµα
µποϱεί να υπολογιστεί απευθείας ως :

xt =
√

ᾱtx0 +
√

1 − ᾱtϸ, ϸ ∼ N(0, I).
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Αντίστροφη ∆ιαδικασία Για να δηµιουργηθεί ένα νέο δείγµα, ξεκινάµε από καθαρό ϑόρυ-
ϐο xT ∼ N(0, I), και προσπαθούµε να αναστρέψουµε τη διάχυση µέσω µιας µοντελοποιη-
µένης αλυσίδας :

pθ(x0:T ) := p(xT )
T∏

t=1
pθ(xt−1 | xt),

pθ(xt−1 | xt) = N(xt−1; µθ(xt , t), σ2
θ (xt , t)I).

Σχήµα 2.6: Εικονογϱάφηση της αντίστϱοφης διαδικασίας διάχυσης.

Εκπαίδευση Μοντέλου ∆ιάχυσης

Η εκπαίδευση ϐασίζεται στη µεγιστοποίηση της πιθανοφάνειας των δεδοµένων µέσω του
evidence lower bound (ELBO):

log pθ(x0) ≥ Eq(x1:T |x0)[log pθ(x0|x1)]−DKL(q(xT |x0)∥p(xT ))−
T∑

t=2
Eq(xt |x0)[DKL(q(xt−1|xt , x0)∥pθ(xt−1|xt))].

(2.4)

Αναπαραµετροποιηµένη Απώλεια Εφόσον έχουµε υπό συνθήκη γνώση του x0, µπορο-
ύµε να εκφράσουµε µε υπολογίσιµο τϱόπο την κατανοµή της αντίστροφης διαδικασίας ως :

q(xt−1 | xt , x0) = N(xt−1; µt(xt , x0), �̃tI), (2.5)

όπου:
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�̃t =
1 − ᾱt−1

1 − ᾱt
�t , µt(xt , x0) =

√
ᾱt−1�t

1 − ᾱt
x0 +

√
αt(1 − ᾱt−1)

1 − ᾱt
xt . (2.6)

Οι συντελεστές αυτοί εξαρτώνται αποκλειστικά από το πρόγραµµα µεταβολής της διασπο-
ϱάς και µπορούν να υπολογιστούν εκ των προτέρων.

Απώλεια ∆ιόρθωσης Θορύβου Αν ϸθ(xt , t) είναι το νευρωνικό δίκτυο που εκτιµά τον ϑόρυ-
ϐο, η απώλεια ορίζεται ως :

Lt = Ex0,t,ϸ

[
�t

2αt(1 − ᾱt)
∥ϸ − ϸθ(xt , t)∥22

]
. (2.7)

Απλοποιηµένη Εκδοχή Οι Ho et al. [14], στη µελέτη τους το 2020, πρότειναν την απλο-
ποιηµένη έκδοση:

Lsimple
t = Ex0,t,ϸ

[∥∥∥∥ϸ − ϸθ

(√
ᾱtx0 +

√
1 − ᾱtϸ, t

)∥∥∥∥2

2

]
, (2.8)

η οποία είναι πιο σταθεϱή και αποδοτική στην πϱάξη.

Εκµάθηση ∆ιασποράς Αρχικά, τα µοντέλα µάθαιναν µόνο τη µέση τιµή της αντίστροφης
κατανοµής, µε σταθερή διασπορά. Οι Nichol et al. [41] επεκτείνουν τη διαδικασία επιτρέπο-
ντας στο µοντέλο να προβλέπει και τη διασπορά Σθ, ϐελτιώνοντας την ακρίβεια των δειγµάτων.

Σχήµα 2.7: ∆ιαδικασία εκπαίδευσης και δειγµατοληψίας στα µοντέλα διάχυσης.

Συµπερασµατικά Τα µοντέλα διάχυσης προσφέρουν µια ϑεωρητικά ϑεµελιωµένη και στα-
ϑερή µέθοδο παραγωγής δεδοµένων, µε εντυπωσιακές επιδόσεις σε εφαρµογές όπως η πα-
ϱαγωγή υψηλής ευκρίνειας εικόνων. Η σταδιακή ϕύση της παραγωγής τα καθιστά ιδιαίτερα
κατάλληλα για εφαρµογές όπως η υπερανάλυση εικόνας, όπου απαιτείται ϱεαλιστική και
λεπτοµερής ανακατασκευή.
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Κεφάλαιο 3

Μέθοδος και αποτελέσµατα

Στο κεφάλαιο αυτό περιγράφονται τα σύνολα δεδοµένων που χρησιµοποιήθηκαν στο
πλαίσιο των πειραµάτων µας, µε σκοπό την εφαρµογή και την αξιολόγηση των µο-

ντέλων διάχυσης στον τοµέα της υπερανάλυσης εικόνας. Αρχικά, παρουσιάζονται συνοπτικά
τα σύνολα δεδοµένων, συνοδευόµενα από ενδεικτικά παραδείγµατα εικόνων. Στη συνέχεια,
αναλύεται διεξοδικά η διαδικασία προετοιµασίας των δεδοµένων για την εκπαίδευση των µο-
ντέλων, καθώς και η µεθοδολογία που ακολουθήθηκε για την υλοποίηση της προτεινόµενης
αρχιτεκτονικής.

Επιπλέον, πεϱιγϱάφεται αναλυτικά το πϱοτεινόµενο pipeline, το οποίο συνδυάζει την
υπεϱανάλυση µε τεχνικές εντοπισµού αντικειµένων, και παϱουσιάζονται τα αποτελέσµατα
των πειϱαµάτων τόσο σε ποσοτικό όσο και σε ποιοτικό επίπεδο. Η αξιολόγηση συνοδεύεται
από συγκϱιτικούς πίνακες και οπτικές αναπαϱαστάσεις, οι οποίες αναδεικνύουν τις διαφοϱές
απόδοσης µεταξύ της ϐασικής και της πϱοτεινόµενης µεθόδου.

3.1 Σύνολα ∆εδοµένων

3.1.1 Brats2023

Οι όγκοι του εγκεφάλου, και ιδιαίτερα το γλοιοβλάστωµα και το διάχυτο αστροκύτωµα
µε µοριακά χαρακτηριστικά γλοιοβλαστώµατος (γνωστό και ως αστροκύτωµα 4ου ϐαθµού
σύµφωνα µε τον Παγκόσµιο Οργανισµό Υγείας - WHO) [42], συγκαταλέγονται στους πιο
επιθετικούς και ϑανατηφόρους πρωτοπαθείς κακοήθεις όγκους του κεντρικού νευρικού συ-
στήµατος στους ενήλικες, µε διάµεση επιβίωση περίπου 15 µηνών. Αυτοί οι όγκοι παρου-
σιάζουν έντονη ετερογένεια σε µορφολογία και ιστολογικά χαρακτηριστικά, ενώ είναι συχνά
ανθεκτικοί στη ϑεραπεία, λόγω δυσκολιών στη ϕαρµακευτική πρόσβαση στον εγκέφαλο και
της ϐιολογικής τους πολυπλοκότητας.

Ο ετήσιος διαγωνισµός Brain Tumor Segmentation (BraTS) στοχεύει στην αξιολόγηση
και ϐελτίωση σύγχϱονων αλγοϱίθµων για την αυτόµατη κατάτµηση όγκων του εγκεφάλου,
παϱέχοντας ένα πϱότυπο σύνολο δεδοµένων µε υψηλής ποιότητας επισηµάνσεις.

Το BraTS (Brain Tumor Segmentation dataset) [43] αποτελεί ένα ευρέως χρησιµοποιο-
ύµενο σύνολο δεδοµένων για την κατάτµηση όγκων εγκεφάλου από πολυµορφικές µαγνητι-
κές τοµογραφίες (MRI). Περιλαµβάνει τέσσερις τύπους απεικόνισης : T1-weighted, T1 with
contrast (T1c), T2-weighted και FLAIR [44, 45, 46], οι οποίοι συνδυάζονται για την ολοκλη-
ϱωµένη απεικόνιση της εγκεφαλικής ανατοµίας και παθολογίας.
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Σχήµα 3.1: Μαγνητικές τοµογϱαφίες εγκεφάλων µε παϱουσία όγκων διαφόϱων µεγεθών.

Το BraTS διακρίνεται για την κλινική του εγκυρότητα, καθώς οι επισηµάνσεις έχουν
πραγµατοποιηθεί από ειδικούς, σε επίπεδο εικονοστοιχείων. Το υψηλό επίπεδο ακρίβειας
είναι Ϲωτικής σηµασίας για την εκπαίδευση αλγορίθµων ϐιοϊατρικής τεχνητής νοηµοσύνης,
δεδοµένων των προκλήσεων που σχετίζονται µε τη διαθεσιµότητα καλά επισηµασµένων ιατρι-
κών δεδοµένων [4]. Το σύνολο υποστηρίζει πλήθος εφαρµογών όπως κατάτµηση, πρόβλεψη
επιβίωσης και ανάλυση εξέλιξης όγκου, και είναι διαχωρισµένο σε σύνολα training, valida-
tion και testing.

Στο πλαίσιο αυτής της εργασίας, χρησιµοποιήθηκε η έκδοση BraTS2023, η οποία ε-
µπλουτίζει προηγούµενες εκδόσεις (π.χ. BraTS2021, BraTS2022) µε επιπλέον περιστατικά,
ϐελτιωµένες επισηµάνσεις και ενισχυµένες απεικονιστικές µεθόδους. Ο στόχος της είναι η
προώθηση προηγµένων µεθόδων αυτόµατης κατάτµησης, µε εφαρµογές σε διάγνωση, παρα-
κολούθηση και σχεδιασµό ϑεραπείας για ασθενείς µε όγκους εγκεφάλου [47, 5, 6].

Πϱοετοιµασία ∆εδοµένων

Κατά την διάϱκεια της πϱοεπεξεϱγασίας των δεδοµένων του συνόλου BraTS2023 για
την εκπαίδευση του µοντέλου, δόθηκε έµφαση στη σωστή διαχείϱιση και πϱοετοιµασία των
εικόνων για την αποτελεσµατική κατάτµηση των όγκων εγκεφάλου. Τα δεδοµένα παϱέχονται
σε µοϱφή .nii (NIfTI - Neuroimaging Informatics Technology Initiative), η οποία είναι ειδικά
σχεδιασµένη για δεδοµένα ιατϱικής απεικόνισης. Η µοϱφή αυτή υποστηϱίζει τϱισδιάστατες ή
τετϱαδιάστατες απεικονίσεις και παϱέχει δυνατότητα αποθήκευσης τόσο της έντασης του κάθε
voxel (το τϱισδιάστατο ανάλογο του pixel) όσο και των µεταδεδοµένων, όπως οι διαστάσεις
και η χωϱική ανάλυση, σε ένα ενιαίο αϱχείο.

Αϱχικά, τα δεδοµένα ϕορτώθηκαν και αναγνώστηκαν µε τη χϱήση της ϐιβλιοθηκήκης
Nibabel, η οποία είναι κατάλληλη για τη διαχείριση αρχείων NIfTI. Επειδή οι εικόνες πε-
ϱιλάµβαναν τέσσερις διαφορετικές απεικονιστικές µεθόδους (T1, T1ce, T2, FLAIR), όλα τα
modalities για κάθε ασθενή ήταν ευθυγραµµισµένα µεταξύ τους (co-registered), διευκολύνο-
ντας έτσι την ανάλυση τους.

Για να προετοιµαστούν τα δεδοµένα για εκπαίδευση στο 2D µοντέλο µας, κάναµε split
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τα 240x240x155 tensors, που είχαν δηµιουργηθεί µε τη ϐοήθεια του nibabel, ως πϱος την
τϱίτη διάσταση (ϐάθος), µε αποτέλεσµα κάθε τοµογραφία να διαχωριστεί σε 155 δισδιάστατες
(2D) εικόνες. ∆εδοµένου ότι το µοντέλο µας απαιτεί εισόδους µε διαστάσεις 256x256 pixels
για την εκπαίδευση, εφαρµόστηκε padding στις εικόνες, ώστε να προσαρµοστούν στις απαι-
τούµενες διαστάσεις. Αυτή η διαδικασία διασφάλισε ότι όλες οι εικόνες είχαν οµοιόµορφες
διαστάσεις, χωρίς επίσης να χαθεί η οποιαδήποτε πληροφορία από τις αρχικές τοµογραφίες.

Σχήµα 3.2: Αποτελέσµατα του split σε διάστηµα 30 εικόνων

3.1.2 Traffic Lights

Η αυτόνοµη οδήγηση αποτελεί έναν από τους ταχύτερα αναπτυσσόµενους τοµείς της τε-
χνητής νοηµοσύνης, µε στόχο τη δηµιουργία ασφαλέστερων και πιο αποδοτικών µεταφορών.
΄Ενα από τα σηµαντικότερα τεχνικά εµπόδια που πϱέπει να ξεπεραστούν είναι η αξιόπιστη
ανίχνευση και αναγνώριση των ϕωτεινών σηµατοδοτών σε πραγµατικό χϱόνο, καθώς αυτοί
παίζουν κρίσιµο ϱόλο στη ϱύθµιση της κυκλοφορίας και στην αποφυγή ατυχηµάτων. Η α-
κριβής αναγνώριση των ϕωτεινών σηµατοδοτών είναι ϑεµελιώδης τόσο για την κατανόηση των
κυκλοφοριακών συνθηκών όσο και για τη σωστή αλληλεπίδραση των αυτόνοµων οχηµάτων
µε το περιβάλλον τους.

Στο πλαίσιο της εκπαίδευσης του µοντέλου µας, µε σκοπό την ϐελτίωσή του στον τοµέα
της αυτόµατης οδήγησης χϱειάστηκε ένας σηµαντικός αϱιθµός ϕαναϱιών. ΄Ετσι, διεξήχθη
έϱευνα στο διαδίκτυο ώστε να ϐϱεθούν σύνολα δεδοµένων τα οποία να πεϱιέχουν ϕωτεινούς
σηµατοδότες σε υψηλή ανάλυση. Εν συνεχεία, τα συγκεντϱώσαµε και δηµιουϱγήσαµε ένα
custom σύνολο δεδοµένων αποτελούµενο από ϕωτεινούς σηµατοδότες για τους σκοπούς της
εϱγασίας αυτής. Πεϱιλαµβάνει εικόνες από πϱαγµατικές οδικές σκηνές, λαµβάνοντας υπόψη
διαφοϱετικές καιϱικές συνθήκες, ποικίλα επίπεδα ϕωτισµού (µέϱα, νύχτα, σούϱουπο), καθώς
και διάφοϱους τύπους και χϱωµατικούς συνδυασµούς ϕαναϱιών που χϱησιµοποιούνται σε
διαφοϱετικές χώϱες.

Παϱακάτω αναφέϱονται τα σύνολα δεδοµένων από τα οποία εξήχθησαν τα ϕανάϱια που
χϱησιµοποιήθηκαν για την εκπαίδευση του µοντέλου µας και στη συνέχεια αναφέϱουµε την
συνολική διαδικασία πϱοεπεξεϱγασίας που υπέστησαν οι εικόνες.

COCO

Το σύνολο δεδοµένων COCO (Common Objects in Context) [48] είναι ένα σύνολο δεδο-
µένων µεγάλης κλίµακας που προορίζεται κυρίως για τις µεθόδους της ανίχνευσης αντικει-
µένων και της κατάτµησης εικόνας. Περιέχει πάνω από 330.000 εικόνες, καθεµία από τις
οποίες είναι επισηµασµένη µε 80 κατηγορίες αντικειµένων και 5 λεζάντες που περιγράφουν
τη σκηνή. Το σύνολο δεδοµένων COCO χρησιµοποιείται ευρέως στην έρευνα της όρασης

∆ιπλωµατική Εργασία 39
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Πίνακας 3.1: Traffic Lights Detection Datasets and Number of Images

Dataset Number of Images
COCO 1,153
Traffic Lights Detection Dataset 3,210
Lisa 944
BDD100K 1098
Bosch 213
Google Open Images 1,539
Total 8,157

υπολογιστών και έχει χρησιµοποιηθεί για την εκπαίδευση και αξιολόγηση πολλών µοντέλων
ανίχνευσης και τµηµατοποίησης αντικειµένων τελευταίας τεχνολογίας.

Σχήµα 3.3: Παϱαδείγµατα εικόνων που ανήκουν το COCO

BDD100K

Το BDD100K [49] είναι ένα εκτενές σύνολο δεδοµένων που περιλαµβάνει 100.000 ϐίντεο
οδήγησης, το καθένα διάρκειας περίπου 40 δευτερολέπτων, µε ανάλυση 720p και 30 καρέ
ανά δευτερόλεπτο. Αυτό το σύνολο δεδοµένων καλύπτει µια ποικιλία σεναρίων οδήγησης,
καιρικών συνθηκών και ωρών της ηµέρας, παρέχοντας µια πλούσια ϐάση για την ανάπτυξη
και αξιολόγηση συστηµάτων αυτόνοµης οδήγησης. Οι επισηµάνσεις περιλαµβάνουν διάφο-
ϱες εργασίες, όπως ανίχνευση αντικειµένων, σήµανση λωρίδων, τµηµατοποίηση περιοχών
οδήγησης και άλλες, διευκολύνοντας την έρευνα στην ετερογενή πολυ-εϱγασιακή µάθηση.

Bosch

Το Bosch Small Traffic Lights Dataset [50] είναι ένα ευρύ σύνολο δεδοµένων που προο-
ϱίζεται για την ανίχνευση ϕωτεινών σηµατοδοτών , ένα κρίσιµο ϐήµα πϱος την πλήϱως αυτο-
µατοποιηµένη οδήγηση σε αστικά περιβάλλοντα. Αποτελείται από 13.427 εικόνες κάµερας
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Σχήµα 3.4: Επισηµασµένες εικόνες οδήγησης από το BDD100K

µε ανάλυση 1280x720 πιξελς και περιλαµβάνει περίπου 24.000 επισηµασµένους ϕωτεινούς
σηµατοδότες. Οι επισηµάνσεις περιλαµβάνουν τόσο τα οριοθετηµένα πλαίσια των ϕωτεινών
σηµατοδοτών καθώς και την τρέχουσα κατάσταση (ενεργό ϕως) κάθε ϕωτεινού σηµατοδότη.

Σχήµα 3.5: Επισηµασµένες εικόνες οδήγησης από το Bosch

Google Open Images

Το Google Open Images Dataset [51] είναι ένα εκτενές σύνολο δεδοµένων υπολογιστι-
κής όρασης που περιλαµβάνει περίπου 9 εκατοµµύρια εικόνες µε ετικέτες που καλύπτουν
χιλιάδες κατηγορίες αντικειµένων

Lisa Traffic Lights

Το LISA Traffic Light Dataset είναι ένα εκτενές σύνολο δεδοµένων που αναπτύχθηκε για
την υποστήϱιξη της έϱευνας στην ανίχνευση και αναγνώϱιση ϕωτεινών σηµατοδοτών, κϱίσιµο
στοιχείο για τα συστήµατα αυτόνοµης οδήγησης. Αυτό το σύνολο δεδοµένων πεϱιλαµβάνει
ϐίντεο και σχολιασµένα καϱέ που πεϱιέχουν ϕωτεινούς σηµατοδότες στις Ηνωµένες Πολιτείες,
µε ποικιλία σεναϱίων οδήγησης, όπως διαφοϱετικές ώϱες της ηµέϱας και συνθήκες ϕωτισµού.

Traffic Light Detection Dataset

Το Traffic Light Detection Dataset είναι ένα σύνολο δεδοµένων ϕωτεινών σηµατοδοτών
που έχει αναρτηθεί στην ιστοσελίδα Roboflow Universe. Περιέχει 4000 εικόνες µε επισηµάν-
σεις για τϱεις κατηγορίες ϕωτεινών σηµατοδοτών (Traffic-Green, Traffic-Red, Traffic-Yellow).
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Σχήµα 3.6: Επισηµασµένες εικόνες του συνούλου δεδοµένων Google Open Images

Σχήµα 3.7: Παϱάδειγµα εικόνας µε ϕωτεινούς σηµατοιδότες από το Lisa Traffic Lights dataset

Αυτό το σύνολο δεδοµένων είναι διαθέσιµο για λήψη και µπορεί να χρησιµοποιηθεί για την
εκπαίδευση µοντέλων ανίχνευσης αντικειµένων, συµβάλλοντας στην ανάπτυξη εφαρµογών
υπολογιστικής όρασης που σχετίζονται µε την αναγνώριση ϕωτεινών σηµατοδοτών.

Πϱοετοιµασία ∆εδοµένων

Κατά την πϱοεπεξεϱγασία των δεδοµένων που χϱησιµοποιήθηκαν για την εκπαίδευση του
µοντέλου, συλλέχθηκαν εικόνες από έξι διαφοϱετικά datasets τα οποία πεϱιείχαν εικόνες
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ϕωτεινών σηµατοδοτών. Ο σκοπός ήταν να εντοπιστούν και να αποµονωθούν εικόνες που
πεϱιέχουν ϕωτεινούς σηµατοδότες, οι οποίοι αποτελούν το κύϱιο αντικείµενο ενδιαφέϱοντος
για την ανάλυση.

∆εδοµένου ότι η Υπερανάλυση Εικόνας (Super-Resolution) απαιτεί εικόνες υψηλής ποι-
ότητας κατά τη διαδικασία εκπαίδευσης, κρίθηκε απαραίτητο να ϕιλτραριστούν και να απο-
κλειστούν τα δεδοµένα χαµηλής ανάλυσης. Για να διασφαλιστεί η χρησιµότητα των δεδο-
µένων, αποφασίστηκε να διατηρηθούν µόνο οι ϕωτεινοί σηµατοδότες των οποίων τα bounding
boxes καταλαµβάνουν περιοχή µεγαλύτερη από 2500 pixels, καθώς ϑεωρήθηκε ότι τέτοια
δεδοµένα παρέχουν επαρκή πληροφορία για την εκπαίδευση του µοντέλου.

Αφού πϱοσδιοϱίστηκαν οι σηµατοδότες που πληϱούσαν τα πϱοαναφεϱθέντα κϱιτήϱια,
έγιναν cropped ώστε να δηµιουϱγηθούν οι νέες εικόνες που πϱοοϱίζονταν για εκπαίδευση
του µοντέλου µας. Για να διασφαλιστεί η οµοιοµοϱφία στις διαστάσεις και να δηµιουϱγηθούν
εικόνες συµβατές µε το µοντέλο, εφαϱµόστηκε padding στις cropped εικόνες, πϱοκειµένου
να παϱαχθούν τελικά εικόνες µε διαστάσεις 256x256 pixels. Αυτή η διαδικασία όχι µόνο
επέτϱεψε την τυποποίηση των δεδοµένων εισόδου, αλλά διασφάλισε και τη διατήϱηση των
κϱίσιµων λεπτοµεϱειών των ϕωτεινών σηµατοδοτών, επιτϱέποντας στο µοντέλο να εκπαιδευτεί
µε δεδοµένα υψηλής ποιότητας και συνέπειας.

Για να παϱουσιαστεί η κατανοµή των εικόνων, που χϱησιµοποιήθηκαν από κάθε dataset,
παϱατίθεται το ακόλουθο γϱάφηµα, το οποίο απεικονίζει τους αϱιθµούς των εικόνων που
επιλέχθηκαν από κάθε ένα από τα έξι datasets. Το γϱάφηµα αυτό παϱέχει µια σαφή εικόνα
της συµβολής κάθε dataset στη διαµόϱφωση του τελικού συνόλου δεδοµένων.

Συνολικά, συλλέξαµε 8.157 εικόνες ϕωτεινών σηµατοδοτών, µε διαστάσεις 256x256 pix-
els. Με σκοπό την αύξηση του αριθµού των εικόνων που απαρτίζουν το dataset, αποφασίσαµε
να εφαρµόσουµε τεχνικές data augmentation. ∆εδοµένου ότι στο πλαίσιο της εργασίας για
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την υπερανάλυση εικόνας η ποιότητα των εικόνων αποτελεί τον πλέον καθοριστικό παράγοντα
για την επιτυχία ή την αποτυχία του µοντέλου, κρίναµε ότι τεχνικές επαύξησης όπως η προ-
σθήκη ϑορύβου, η προσαρµογή των χρωµάτων ή το MixUp δεν ήταν κατάλληλες. Επιπλέον,
λόγω του περιορισµού που επιβάλλεται από τις σταθερές διαστάσεις των εικόνων (256x256
pixels), αποκλείστηκαν τεχνικές που ϑα µπορούσαν να τροποποιήσουν τις διαστάσεις τους.
Ως εκ τούτου, επιλέξαµε να αυξήσουµε το σύνολο των εικόνων µας µέσω τεχνικών όπως το
mirroring (καθρεπτισµός) και την περιστροφή κατά ±90◦. Μετά την εφαρµογή αυτών των
τεχνικών, το τελικό σύνολο των εικόνων αυξήθηκε σε 32.628, αριθµός που είναι πρακτικά
τετραπλάσιος σε σχέση µε το αρχικό.

Σχήµα 3.8: Η αυθεντική εικόνα (στα αριστερά) µαζί µε τις επαυξηµένες εκδοχές της : καθρε-
πτισµένη εικόνα (η δεύτερη) και οι περιστροφές της κατά -90 και +90 µοίρες αντίστοιχα

Είναι αξιοσηµείωτο πως αυτό που καθιστά το πρόβληµα των ϕωτεινών σηµατοδοτών ιδια-
ίτερα πολύπλοκο είναι η µεγάλη ποικιλοµορφία τους. Οι ϕωτεινοί σηµατοδότες µπορούν
να διαφέρουν σε σχήµα, µορφή, χϱώµα και προσανατολισµό, ενώ η εµφάνισή τους επηρε-
άζεται από εξωτερικούς παράγοντες όπως ο ϕωτισµός, η ώϱα της ηµέρας και οι καιρικές
συνθήκες. Αυτές οι µεταβλητές καθιστούν την αναγνώριση και την υπερανάλυσή τους ένα
ιδιαίτερα απαιτητικό πρόβληµα, που απαιτεί προσαρµοστικά και ισχυρά µοντέλα για την
αποτελεσµατική αντιµετώπισή του.

Παϱακάτω παϱατίθενται οϱισµένα παϱαδείγµατα ϕωτεινών σηµατοδοτών που ϐϱίσκονται
στο σύνολο δεδοµένων µας για να ϕανεϱώσουν την εγγενή πολυπλοκότητα του πϱοβλήµατος.

Σχήµα 3.9: ∆ιαφοϱετική ώϱα της ηµέϱας
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Σχήµα 3.10: ∆ιαφοϱετικό σχήµα ϕαναϱιού

Σχήµα 3.11: ∆ιαφοϱετικό χϱώµα

3.2 Υπεϱανάλυση µε το µοντέλο SinSR

Τα πϱόσφατα επιτεύγµατα των µοντέλων διάχυσης έχουν ανοίξει νέους οϱίζοντες στον
χώϱο των παϱαγωγικών µοντέλων, µε εφαϱµογές που εκτείνονται από τη σύνθεση εικόνων έως
την απαλοιφή ϑοϱύβου και την ανακατασκευή. Ωστόσο, ένα από τα ϐασικά µειονεκτήµατα
των παϱαδοσιακών µοντέλων διάχυσης, όπως τα DDPMs (Denoising Diffusion Probabilistic
Models), είναι η υπολογιστική τους αναποτελεσµατικότητα, καθώς η παϱαγωγή µιας εικόνας
υψηλής ποιότητας απαιτεί συχνά εκατοντάδες ϐήµατα. Αυτό αποτελεί σηµαντικό πεϱιοϱισµό
σε εφαϱµογές που απαιτούν χαµηλό χϱόνο απόκϱισης, όπως η αυτόνοµη πλοήγηση ή η
ιατϱική απεικόνιση.

Το SinSR (Single-Step Super-Resolution) [52] πϱοτείνει µια καινοτόµο λύση, µειώνοντας
τη διαδικασία παϱαγωγής σε ένα µόνο ντετεϱµινιστικό ϐήµα. Συνδυάζει την ευελιξία των
µοντέλων διάχυσης µε την αποδοτικότητα στη χϱονική πολυπλοκότητα, χϱησιµοποιώντας
ένα σχήµα δύο σταδίων : ένα µοντέλο teacher (διαχυτικό) και ένα µοντέλο student, το οποίο
µαθαίνει µέσω απεσταγµένης µάθησης να αναπαϱάγει το αποτέλεσµα του πϱώτου σε ένα
µόνο πέϱασµα.

3.2.1 ∆ιατύπωση Πϱοβλήµατος

΄Εστω x ∈ RH×W×C µια εικόνα χαµηλής ανάλυσης και y ∈ RsH×sW×C η αντίστοιχη εικόνα
υψηλής ανάλυσης µε παϱάγοντα µεγέθυνσης s. Στόχος είναι η εκµάθηση µιας συνάϱτησης
F : x → y που ϑα ανακατασκευάζει τις λεπτοµέϱειες που χάθηκαν κατά τη διαδικασία
υποδειγµατοληψίας.

Η παραδοσιακή προσέγγιση µέσω µοντέλων διάχυσης στοχεύει στην προσέγγιση της κα-
τανοµής p(y | x) µέσω µιας µαρκοβιανής αλυσίδας αποθορυβοποίησης. Το SinSR αντίθετα
επιχειρεί να προσεγγίσει αυτή την κατανοµή άµεσα, σε ένα µόνο ϐήµα.
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3.2.2 Αϱχιτεκτονική

Το SinSR ϐασίζεται σε αρχιτεκτονική τύπου U-Net, ενσωµατώνοντας Swin Transformer
blocks [53] αντί για κλασικά self-attention layers, ώστε να συλλάβει αποδοτικά τόσο τοπικά
όσο και παγκόσµια συµφραζόµενα. Περιλαµβάνει έναν κωδικοποιητή, έναν αποκωδικοποι-
ητή και skip connections µεταξύ τους.

Σχήµα 3.12: Αϱχιτεκτονική SinSR: το µοντέλο µαθητής πϱοβλέπει την High Resolution εικόνα
από το διαχυτικό µοντέλο δασκάλου µε τη ϐοήθεια Knowledge Distillation.

3.2.3 Εκπαίδευσης

Το SinSR εκπαιδεύεται µέσω ενός teacher-student σχήµατος. Ο teacher είναι ένα τυ-
πικό DDPM που µαθαίνει να ανακατασκευάζει την εικόνα µέσα από διαδοχικά ϐήµατα
αποθορυβοποίησης. Ο student εκπαιδεύεται ώστε να προσεγγίζει το τελικό αποτέλεσµά του
απευθείας από την πιο ϑορυβώδη αναπαράσταση:

xt =
√

ᾱty +
√

1 − ᾱtϸ, ϸ ∼ N(0, I)

Fθ̂(xT , x) ≈ y

3.2.4 Συναϱτήσεις Απώλειας

Για την αποδοτική µεταφοϱά γνώσης, χϱησιµοποιούνται τϱεις απώλειες :

• Distillation Loss:
Ldistill = ∥Fθ̂(xT , x) − f (0)

θ (xT , x)∥22

• Reconstruction Loss:
‘Lrecon = ∥Fθ̂(xT , x) − y∥22

• Inversion Loss:
Linverse = ∥fθ(x0, x, 0) − xT ∥

2
2

Η συνολική απώλεια είναι :

Ltotal = Ldistill +Lrecon +Linverse
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3.2.5 Πλεονεκτήµατα του ΣινΣΡ

• Ταχύτητα Εκτέλεσης: ΄Ενα µόνο πέϱασµα για παϱαγωγή εικόνας υψηλής ανάλυσης.

• Ανθεκτικότητα σε Θόρυβο: Κληρονοµεί τις δυνατότητες αποθορυβοποίησης του
teacher.

• Ευελιξία σε Ανάλυση και Περιεχόµενο: Οι Swin Transformers εξασφαλίζουν προ-
σαρµοστικότητα σε διάφορα µεγέθη και σενάρια.

3.2.6 Μετϱικές Αξιολόγησης

• PSNR: Ακϱίβεια ανακατασκευής σε επίπεδο pixel.

• SSIM: ∆ιαϱθϱωτική οµοιότητα µε εικόνα αναφοϱάς.

• LPIPS: Αντιληπτική οµοιότητα µέσω embeddings.

• MUSIQ, CLIPIQA: Μετϱικές ποιότητας ϐασισµένες σε transformers και contrastive
learning.

Οι παϱαπάνω µετϱικές διασφαλίζουν ότι το SinSR παϱάγει εικόνες που είναι όχι µόνο
λεπτοµεϱείς αλλά και ϱεαλιστικές σε επίπεδο αντίληψης.

3.3 Η ∆ιάταξή µας

Στη συγκεκριµένη εργασία, η διάταξή µας συνδυάζει ένα state-of-the-art αλγόριθµο α-
νίχνευσης αντικειµένων µε την προσέγγιση της υπερανάλυσης εικόνας που παρέχεται από
το SinSR, για τη ϐέλτιστη επεξεργασία και ϐελτίωση της ανάλυσης συγκεκριµένων αντικει-
µένων. Η συνολική διαδικασία περιγράφεται παρακάτω.

Αϱχικά, κάθε εικόνα εισόδου πεϱνά µέσα από έναν σύγχϱονο αλγόϱιθµο ανίχνευσης
αντικειµένων, το YOLO (You Only Look Once)[1]. Το YOLO, το οποίο ϕηµίζεται για την
ταχύτητα και ακϱίβειά του, εντοπίζει τα αντικείµενα ενδιαφέϱοντος στην εικόνα και παϱάγει
τα αντίστοιχα bounding boxes.

Στη συνέχεια, τα αντικείµενα που εντοπίζονται, περικλείονται µέσα στα οριοθετηµένα
πλαίσια (bounding boxes) και εξάγονται από την αρχική εικόνα µέσω της διαδικασίας crop-
ping. Αυτό έχει ως αποτέλεσµα τη δηµιουργία εικόνων που περιέχουν αποκλειστικά τα αντι-
κείµενα ενδιαφέροντος, επιτρέποντας την εστίαση του επόµενου σταδίου µόνο στις κρίσιµες
λεπτοµέρειες.

Οι εξαγόµενες εικόνες περνούν στη συνέχεια από το SinSR, το οποίο εφαρµόζει την προ-
τεινόµενη µέθοδο διάχυσης για τη ϐελτίωση της ανάλυσης. Η διαδικασία αυτή διασφαλίζει
ότι τα αντικείµενα ενδιαφέροντος αποδίδονται σε πολύ υψηλότερη ποιότητα, αποκαλύπτο-
ντας επιπλέον λεπτοµέρειες και πληροφορίες που ήταν προηγουµένως µη ορατές στην εικόνα
χαµηλής ανάλυσης.

Η ολοκληϱωµένη διάταξη ενσωµατώνει τα πλεονεκτήµατα της ταχείας ανίχνευσης του
YOLO και της ισχυϱής υπεϱανάλυσης εικόνας του SinSR, παϱέχοντας ένα αποτελεσµατικό
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εϱγαλείο για την ενίσχυση της ποιότητας εικόνας σε εφαϱµογές όπου η ανάλυση και η
λεπτοµέϱεια έχουν πϱωταϱχική σηµασία.

Σχήµα 3.13: Η διάταξή µας : Από την ανίχνευση αντικειµένων µέσω του YOLO στη ϐελτίωση
της ανάλυσης µέσω του SinSR.

3.4 Μετϱικές

MUSIQ - Multi-scale Image Quality Το MUSIQ είναι ένα µοντέλο αξιολόγησης ποιότητας
εικόνας που χρησιµοποιεί µετασχηµατιστές (transformers) για την ανάλυση χαρακτηριστι-
κών εικόνας σε πολλαπλές κλίµακες. Η πολυκλιµακωτή προσέγγιση του MUSIQ του επι-
τρέπει να αξιολογεί τόσο τη συνολική δοµή όσο και τις λεπτοµέρειες, καθιστώντας το ιδανικό
για εικόνες ϕυσικών τοπίων και περιεχόµενο που προβάλλεται σε διαφορετικές συσκευές.

CLIPIQA – Contrastive Language–Image Pretraining Image Quality Assessment Το
CLIPIQA είναι µια µέθοδος που ϐασίζεται σε µεγάλης κλίµακας προεκπαίδευση, συνδυάζο-
ντας γλωσσικά και οπτικά χαρακτηριστικά για την πρόβλεψη της ποιότητας µιας εικόνας.
Μέσω της χϱήσης σύγχρονων προεκπαιδευµένων µοντέλων, καταφέρνει να αποτυπώσει αντι-
ληπτικές και σηµασιολογικές διαφορές, καθιστώντας το κατάλληλο για εικόνες µε πλούσιο
περιεχόµενο και καλλιτεχνικές εφαρµογές.

3.5 Αποτελέσµατα

Σε αυτήν την ενότητα παϱουσιάζονται τα πειϱαµατικά αποτελέσµατα του συστήµατός µας
για υπεϱανάλυση εικόνας, µε σύγκϱιση της απόδοσης δύο διαφοϱετικών διαµοϱφώσεων:
α) YOLO σε συνδυασµό µε το ϐασικό (vanilla) SinSR και ϐ) YOLO σε συνδυασµό µε το
ϐελτιστοποιηµένο (fine-tuned) SinSR. Η σύγκϱιση πϱαγµατοποιείται σε δύο διαφοϱετικούς
τοµείς — την ιατϱική απεικόνιση και την ανίχνευση αντικειµένων σε πϱαγµατικές συνθήκες
— που αντιπϱοσωπεύονται από τα σύνολα δεδοµένων BraTS2023 και Custom Traffic Light
Dataset, αντίστοιχα.

Για κάθε σύνολο δεδοµένων, αξιολογούµε την απόδοση των µοντέλων τόσο µέσω πο-
σοτικών µετρικών (MUSIQ και CLIPIQA), όσο και µέσω οπτικών συγκρίσεων. Αυτή η διττή
προσέγγιση µας επιτρέπει να αξιολογήσουµε πόσο αποτελεσµατικά κάθε εκδοχή του pipeline
διατηρεί τις λεπτοµέρειες, ενισχύει τον ϱεαλισµό των εικόνων και προσαρµόζεται στις απαι-
τήσεις κάθε εφαρµοστικού πεδίου.
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Τα πειϱάµατα πϱαγµατοποιήθηκαν στο πεϱιβάλλον του Google Colab µε την χϱήση της
T4 GPU αξιοποιώνντας την ϐιβλιοθήκε Pytorch. ΄Ολος ο κώδικας υλοποιήθηκε σε Python 3,
διασφαλίζοντας την αναπαϱαγωγικότητα των αποτελεσµάτων.

BraTS2023 Dataset

Η πϱώτη πϱοσέγγιση αφοϱά το BraTS2023, ένα σύνολο δεδοµένων ιατϱικής απεικόνισης,
που χϱησιµοποιήθηκε για την αξιολόγηση του µοντέλου µας σε ιατϱικά πεϱιβάλλοντα υψηλής
ακϱίβειας.

Η εκπαίδευση πϱαγµατοποιήθηκε για 30 εποχές, µε batch size 64 και αϱχικό ϱυθµό
εκµάθησης (learning rate) 5.0 × 10−5 σύµφωνα µε το πϱόγϱαµµα ϱυθµού εκµάθησης του
µοντέλου µας. Αποφασίστηκε να κάνουµε validation, ώστε να εξετάζουµε την ποιότητα της
εκπαίδευσης µας, ανά 5 εποχές. Το µοντέλο µας αποθήκευε τα ϐάϱη του ανά µία εποχή.
Το σύνολο δεδοµένων πεϱιείχε 22320 MRI εγκεφάλων µε κακοήθεις όγκους, και επιλέχθηκε
µε σκοπό την αποκατάσταση υψηλής ανάλυσης εικόνων όγκων εγκεφάλου από χαµηλής
ανάλυσης εισόδους.

Το µοντέλο που ϐασίζεται στη ϐασική µέθοδο (vanilla SinSR) πέτυχε clipiqa 0.46336 και
musiq 43.33183. Αντίθετα, το finetuned µοντέλο που κάναµε ϐελτίωσε σηµαντικά τα απο-
τελέσµατα, επιτυγχάνοντας clipiqa 0.51584 και musiq 44.37971. Αυτά τα αποτελέσµατα
δείχνουν ότι η προτεινόµενη προσέγγιση αποδίδει καλύτερα στη διατήρηση κρίσιµων λεπτο-
µερειών και στην ακρίβεια των εικόνων.

Μέθοδος CLIPIQA MUSIQ Εποχές Εκπαίδευσης Σχόλια
Vanilla SinSR 0.46336 43.33183 - -
Finetuned model 0.51584 44.37971 30 Σηµαντική ϐελτίωση

Πίνακας 3.2: Συνοπτικός Πίνακας Αποτελεσµάτων για την εκπαίδευση του µοντέλου µας µε το
BraTS2023

Τα δεδοµένα του BraTS2023, λόγω της υψηλής τους δοµής και ποικιλοµορφίας, ε-
πέτρεψαν στο µοντέλο να γενικεύσει επιτυχώς, παρουσιάζοντας σηµαντικές ϐελτιώσεις µε τη
µέθοδό µας.

Στην προσπάθεια να αξιολογήσουµε την αποτελεσµατικότητα της προτεινόµενης µε-
ϑόδου, παραθέτουµε εικόνες που έχουν υποστεί επεξεργασία τόσο από τη ϐασική µέθοδο
vanilla SinSR όσο και από τη δική µας προτεινόµενη προσέγγιση. Οι εικόνες αυτές πα-
ϱουσιάζουν εµφανείς διαφορές στην ποιότητα και την ευκρίνεια. Η vanilla SinSR µέθοδος
διατηρεί τις ϐασικές λεπτοµέρειες, αλλά συχνά αποτυγχάνει να αναδείξει τις πιο λεπτοµερείς
πληροφορίες στις εικόνες χαµηλής ανάλυσης. Αντίθετα, η δική µας µέθοδος προσφέρει ση-
µαντικά ϐελτιωµένη απόδοση, αποκαλύπτοντας περισσότερες λεπτοµέρειες και ενισχύοντας
τη συνολική ποιότητα της εικόνας. Η σύγκριση αυτή καταδεικνύει τη δύναµη της προτει-
νόµενης προσέγγισης, ειδικά σε περιπτώσεις όπου η ανάλυση και η λεπτοµέρεια παίζουν
κρίσιµο ϱόλο.

Τα αποτελέσµατα αυτής της σύγκϱισης παϱουσιάζονται στα Σχήµατα 3.14, 3.15, 3.16,
και 3.17, όπου παϱουσιάζονται δίπλα-δίπλα τα αποτελέσµατα από το vanilla SinSR και από
το fine-tuned µοντέλο. Οι αντίστοιχες ποσοτικές αξιολογήσεις, συµπεϱιλαµβανοµένων των
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µετϱικών CLIPIQA και MUSIQ, παϱέχονται στους πίνακες 3.3, 3.4, 3.5 και 3.6.

Σχήµα 3.14: Σύγκϱιση µαγνητικής τοµογϱαφίας ενός πϱώτου ασθενούς µεταξύ του vanilla
SinSR µοντέλου και του fine-tuned µοντέλου

CLIPIQA MUSIQ
Vanilla SinSR 0.58877 31.01172

Finetuned SinSR 0.67096 35.09375

Πίνακας 3.3: Ποσοτική αξιολόγηση των αποτελεσµάτων των µαγνητικών τοµογϱαφιών για τον
πϱώτο ασθενή
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Σχήµα 3.15: Σύγκϱιση µαγνητικής τοµογϱαφίας ενός δεύτεϱου ασθενούς µεταξύ του vanilla
SinSR µοντέλου και του fine-tuned µοντέλου

CLIPIQA MUSIQ
Vanilla SinSR 0.52724 26.76562

Finetuned SinSR 0.65398 33.679695

Πίνακας 3.4: Ποσοτική αξιολόγηση των αποτελεσµάτων των µαγνητικών τοµογϱαφιών για τον
δεύτεϱο ασθενή

Σχήµα 3.16: Σύγκϱιση µαγνητικής τοµογϱαφίας ενός τϱίτου ασθενούς µεταξύ του vanilla SinSR
µοντέλου και του fine-tuned µοντέλου
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CLIPIQA MUSIQ
Vanilla SinSR 0.57583 31.16667

Finetuned SinSR 0.66020 36.26562

Πίνακας 3.5: Ποσοτική αξιολόγηση των αποτελεσµάτων των µαγνητικών τοµογϱαφιών για τον
τϱίτο ασθενή

Σχήµα 3.17: Σύγκϱιση µαγνητικής τοµογϱαφίας ενός τέταϱτου ασθενούς µεταξύ του vanilla
SinSR µοντέλου και του fine-tuned µοντέλου

CLIPIQA MUSIQ
Vanilla SinSR 0.58643 31.01172

Finetuned SinSR 0.67096 35.09375

Πίνακας 3.6: Ποσοτική αξιολόγηση των αποτελεσµάτων των µαγνητικών τοµογϱαφιών για τον
τέταϱτο ασθενή
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Custom Traffic Light Dataset

Στη δεύτερη προσέγγιση, το µοντέλο εκππαιδεύτηκε στο Custom Dataset Φωτεινών Ση-
µατοδοτών, στο οποίο προαναφερθήκαµε λεπτοµερώς, και επιλέχθηκε για να αξιολογηθεί η
απόδοση του µοντέλου σε δεδοµένα που αντικατοπτρίζουν ϱεαλιστικά σενάρια.

Η εκπαίδευση πραγµατοποιήθηκε σε 20 εποχές, χρησιµοποιώντας τις ίδιες παραµέτρους
εκπαίδευσης µε το προηγούµενο dataset. Οι εικόνες περιελάµβαναν διαφορετικούς ϕωτεινο-
ύς σηµατοδότες από διάφορα µέϱη του πλανήτη, ληφθείσες σε διάφορες γωνίες και συνθήκες
ϕωτισµού, καθ΄όλη τη διάρκεια της ηµέρας.

Μέθοδος CLIPIQA MUSIQ Εποχές Εκπαίδευσης Σχόλια
Vanilla SinSR 0.619685 61.859375 - -
Finetuned model 0.620766 57.435679 20 Μέτϱια απόδοση λόγω ποι-

ότητας dataset

Πίνακας 3.7: Συνοπτικός Πίνακας Αποτελεσµάτων για την εκπαίδευση του µοντέλου µας µε το
Traffic Light Dataset

Στη ϐασική µέθοδο (vanilla SinSR), οι τιµές CLIPIQA και MUSIQ ήταν 0.619685 και
61.859375, αντίστοιχα. Το fine tuned µοντέλο δεν παρουσίασε κάποια αξιοσηµείωτη ϐελ-
τίωση, µε CLIPIQA 0.620766 και MUSIQ 57.435679, γεγονός που οφείλεται στην πολυ-
πλοκότητα των αντικειµένων που ϑέλουµε να εφαρµόσουµε υπεϱ-ανάλυση, όπως έχουµε
αναφέρει.

Τα αποτελέσµατα υποδεικνύουν ότι το dataset στο οποίο εκπαιδεύσαµε το µοντέλο µας,
πιθανόν να µην περιείχε επαρκή ποικιλοµορφία ή ποιότητα για να υποστηρίξει την εκπα-
ίδευση του µοντέλου. Αυτό ϕανερώνει την ανάγκη για περαιτέρω εµπλουτισµό του dataset
ή χϱήση πιο ισχυρών τεχνικών προεπεξεργασίας.

Στην περίπτωση των εικόνων των ϕωτεινών σηµατοδοτών, παραθέτουµε αποτελέσµατα από
την επεξεργασία τόσο µε τη ϐασική µέθοδο vanilla SinSR όσο και µε τη δική µας προτεινόµε-
νη προσέγγιση. Στις συγκεκριµένες εικόνες, δεν παρατηρείται κάποια σηµαντική διαφορά
στην ποιότητα και την ευκρίνεια ανάµεσα στις δύο µεθόδους. Και οι δύο προσεγγίσεις απο-
τυγχάνουν να αναδείξουν επιπλέον λεπτοµέρειες, πιθανώς λόγω της ϕύσης του dataset, που
δεν παρέχει επαρκή ποικιλοµορφία ή λεπτοµέρειες για περαιτέρω ϐελτιώσεις. Η σύγκριση
αυτή υπογραµµίζει την ανάγκη για εµπλουτισµό του dataset ή τη χϱήση πιο εξειδικευµένων
τεχνικών για δεδοµένα όπως αυτά.

Τα αποτελέσµατα αυτής της σύγκρισης παρουσιάζονται στα σχήµατα 3.18 και 3.19, όπου
παρουσιάζουµε δίπλα-δίπλα τις εξόδους του vanilla SinSR και του µοντέλου που εκπαιδε-
ύσαµε σε εικόνες ϕωτεινών σηµατοδοτών. Οι αντίστοιχες ποσοτικές αξιολογήσεις, συµπερι-
λαµβανοµένων των µετρικών CLIPIQA και MUSIQ, παρέχονται στους πίνακες 3.8 και 3.9.
Αυτές οι συγκρίσεις δείχνουν ότι και τα δύο µοντέλα αποδίδουν παρόµοια αποτελέσµατα,
αναδεικνύοντας τους περιορισµούς του συνόλου δεδοµένων που χρησιµοποιήθηκε.
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Κεϕάλαιο 3. Μέθοδος και αποτελέσµατα

Σχήµα 3.18: Σύγκϱιση των αποτελεσµάτων υπεϱ-ανάλυσης για τον πϱώτο ϕωτεινό σηµατοδότη
µεταξύ του ϐασικού µοντέλου SinSR και του fine-tuned µοντέλου

CLIPIQA MUSIQ
Vanilla SinSR 0.63090 59.68750

Finetuned SinSR 0.65129 61.31250

Πίνακας 3.8: Ποσοτική αξιολόγηση των αποτελεσµάτων
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Σχήµα 3.19: Σύγκριση των αποτελεσµάτων υπεϱ-ανάλυσης για τον δεύτερο ϕωτεινό σηµατο-
δότη µεταξύ του ϐασικού µοντέλου SinSR και του fine-tuned µοντέλου

CLIPIQA MUSIQ
Vanilla SinSR 0.60847 64.03125

Finetuned SinSR 0.59024 69.25000

Πίνακας 3.9: Ποσοτική αξιολόγηση των αποτελεσµάτων
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Κεφάλαιο 4

Επίλογος

4.1 Συµπεϱάσµατα

Ανακεφαλαιώνοντας, στην παϱούσα διπλωµατική εϱγασία, εξετάσαµε την εφαϱµογή της
τεχνικής της υπεϱανάλυσης εικόνας µέσω του state of the art µοντέλου Single Step Super
Resolution (SinSR) σε δύο διαφοϱετικά datasets: το BraTS2023 και ένα custom dataset
ϕωτεινών σηµατοδοτών, το οποίο αποτελείται από ένα σύνολο ϕωτεινών σηµατοδοτών που
έχουν εξαχθεί από διαφοϱετικά σύνολα δεδοµένων. Με ϐάση την πειϱαµατική µας ανάλυση
πϱοέκυψε ότι, για το dataset BraTS2023, το µοντέλο µας κατάφεϱε να εκπαιδευτεί επιτυχώς,
παϱουσιάζοντας ϑετικά αποτελέσµατα στην αναβάθµιση της ανάλυσης εικόνων. Ωστόσο, τα
αποτελέσµατα για το custom dataset ϕωτεινών σηµατοδοτών δεν ήταν το ίδιο ενθαϱϱυντικά,
καθώς δεν παϱατηϱήθηκε ουσιαστική πϱόοδος στην υπεϱανάλυση αυτών των εικόνων.

Η επιτυχία στην εκπαίδευση του SinSR στο BraTS2023 αποδεικνύει ότι το συγκεκριµένο
µοντέλο µπορεί να αποδώσει αποτελεσµατικά σε δεδοµένα ιατρικής απεικόνισης υψηλής
ποιότητας. Η δυσκολία που παρατηρήθηκε στο custom dataset ϕωτεινών σηµατοδοτών α-
ναδεικνύει πιθανές προκλήσεις που σχετίζονται µε τη ϕύση των δεδοµένων, όπως η χαµηλή
ποικιλοµορφία, η ποιότητα ή η έλλειψη αντιπροσωπευτικών χαρακτηριστικών που απαιτο-
ύνται για την αποτελεσµατική γενίκευση του µοντέλου.

4.2 Μελλοντικές Επεκτάσεις

Η παϱούσα εϱγασία ανοίγει το δϱόµο για πεϱαιτέϱω έϱευνα και ϐελτιώσεις στην εφαϱµογή
της υπεϱανάλυσης εικόνας. Συγκεκϱιµένα, οι µελλοντικές επεκτάσεις πεϱιλαµβάνουν :

• Αύξηση της ποικιλοµορφίας και ποιότητας του dataset ϕωτεινών σηµατοδο-

τών: Εµπλουτίζοντας το dataset µε περισσότερες εικόνες από διαφορετικές συνθήκες
ϕωτισµού, γωνίες λήψης και περιβάλλοντα, ενδέχεται να ϐελτιωθεί η ικανότητα του
µοντέλου να αναλύει αυτά τα δεδοµένα.

• Χϱήση διαφορετικών αρχιτεκτονικών SinSR µοντέλων: Η αξιολόγηση πιο προηγ-
µένων µοντέλων υπερανάλυσης εικόνας, όπως ESRGAN [54] ή EDSR [55], ϑα µπορο-
ύσε να αποκαλύψει εάν πιο ισχυρές αρχιτεκτονικές µπορούν να αντιµετωπίσουν τις
προκλήσεις του custom dataset.
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• Μεταφοϱά µάθησης: Η αξιοποίηση πϱοεκπαιδευµένων µοντέλων SinSR σε µεγάλα
σύνολα δεδοµένων παϱόµοιας ϕύσης ϑα µποϱούσε να ϐοηθήσει στην πϱοσαϱµογή τους
για την επίλυση συγκεκϱιµένων πϱοβληµάτων.

• Εξεϱεύνηση διαφοϱετικών συναϱτήσεων απώλειας: Η ενσωµάτωση εναλλακτικών
συναϱτήσεων κόστους, όπως perceptual loss ή adversarial loss, µποϱεί να οδηγήσει
σε πιο ϱεαλιστικά αποτελέσµατα υπεϱανάλυσης.

• Αξιολόγηση σε επιπλέον datasets: Η εφαρµογή του SinSR σε περισσότερα και ποι-
κιλόµορφα σύνολα δεδοµένων ϑα συµβάλλει στην εξαγωγή καθολικών συµπερασµάτων
σχετικά µε την αποτελεσµατικότητα του µοντέλου σε διαφορετικά πεδία εφαρµογής.

Συνολικά, η εργασία αυτή επιβεβαιώνει τη δυναµική της υπερανάλυσης εικόνας σε συγκε-
κριµένα πεδία, ενώ ταυτόχρονα αναδεικνύει περιοχές που χϱήζουν περαιτέρω διερεύνησης,
ϑέτοντας τις ϐάσεις για µελλοντικές ϐελτιώσεις και επεκτάσεις.
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Chapter 5

Introduction

5.1 Motivation

Super-resolution has emerged as a novel and impactful field in computer vision, en-
abling the enhancement of low-resolution images to higher resolutions. This technol-
ogy has many practical applications across various domains, including medicine, au-
tonomous driving, security, and remote sensing. In medical imaging, particularly in the
enhancement of brain magnetic resonance imaging, high-resolution imaging can con-
tribute to early detection of diseases and improve diagnostic accuracy. Beyond the med-
ical field, similar improvements in image clarity can also play a vital role in autonomous
driving, where systems depend on sharp, detailed visuals to navigate safely, detect obsta-
cles, and make split-second decisions in complex environments.

Despite the success of traditional convolutional neural networks (CNNs) and deep
learning-based super-resolution approaches, existing methods often suffer from limita-
tions such as blurriness, loss of fine details, and the introduction of unwanted artifacts.
Additionally, many conventional models struggle to generalize effectively across diverse
real-world datasets. This necessitates the exploration of more robust and generalizable
approaches, particularly those leveraging generative models.

Recently, diffusion models have gained significant attention in the machine learn-
ing community due to their exceptional capabilities in image generation, denoising, and
inpainting. Originally designed for generative tasks, these models have demonstrated
their strong potential for high-quality image reconstruction, paving the way for new re-
search directions in image super-resolution. Unlike traditional deep learning approaches,
diffusion-based methods progressively refine image details through a series of learned
transformations, making them particularly well-suited for reconstructing high-resolution
images from their low-resolution counterparts.

Given the increasing importance of high-fidelity image reconstruction in real-world
applications, this research investigates the potential of diffusion models to provide a
more effective and scalable solution for super-resolution tasks. By leveraging the power
of these models, we aim to explore their strengths, benchmark their performance, and
bridge existing research gaps in super-resolution techniques. The findings from this
study could have far-reaching implications for multiple domains, enhancing the quality
and usability of super-resolution technology in critical applications.
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5.2 Scope of work

This diploma thesis represents the first stage of a broader research initiative focused
on exploring the dynamics of diffusion models across various applications. While the
current study specifically investigates image super-resolution in domains such as medical
imaging and automated driving systems, diffusion models have shown great promise in
a wide range of machine learning tasks, including denoising, anomaly detection, video
frame interpolation, and data synthesis. Future research will expand upon the findings
presented in this work, applying diffusion-based techniques to other critical areas such
as satellite remote sensing and security, and time-series forecasting. By analyzing the
adaptability and performance of diffusion models in different contexts, this research aims
to contribute to a comprehensive understanding of their capabilities and limitations. The
insights gained from this study will serve as a foundation for further exploration, bridging
the gap between theoretical advancements and practical implementations in real-world
applications.

5.3 Structure

This thesis is organized into five chapters, guiding the reader from foundational con-
cepts to practical implementation and evaluation.

Chapter 5 introduces the motivation and scope of the research. It presents the core
objectives of the study and outlines the structure of the thesis.

Chapter 6 provides the theoretical background necessary to understand the problem
space. It explains the fundamental principles of image super-resolution and object detec-
tion, and explores key machine learning models such as Convolutional Neural Networks
(CNNs). Particular emphasis is placed on diffusion models, which form the core of the pro-
posed methodology. Building upon this foundation, the chapter expands into an overview
of generative modeling approaches that have been applied to the super-resolution task.
These include Autoregressive Models [56], Variational Autoencoders (VAEs) [57], Normal-
izing Flows (NFs) [58], and Generative Adversarial Networks (GANs) [13]. This review
highlights the motivations for adopting diffusion-based models in our study.

Chapter 7 presents the methodology of the proposed system. It describes the datasets
used—BraTS2023 for medical imaging and a custom Traffic Light dataset for real-world
visual scenarios—as well as the data preparation process. The chapter then details the
SinSR model architecture, the training strategy, and the integration of object detection
(YOLO) with the super-resolution pipeline.

Chapter 8 focuses on the evaluation of the proposed pipeline. It provides both quanti-
tative and qualitative comparisons between the baseline (vanilla) SinSR and the fine-tuned
version, in the context of both medical and real-world datasets. The analysis is based on
perceptual metrics such as MUSIQ and CLIPIQA, offering insights into the strengths and
limitations of the approach.

Finally, Chapter 9 concludes the thesis by summarizing the main findings and contri-
butions. It also identifies current limitations and proposes directions for future research,
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particularly in improving generalization, dataset diversity, and model scalability.
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Chapter 6

Theoretical Background

This chapter outlines the theoretical foundations supporting the proposed image
super-resolution pipeline. It begins with an overview of super-resolution tech-

niques and object detection frameworks, which are essential for identifying regions of
interest before enhancement.

We then cover core deep learning architectures—such as CNNs, U-Net, and Vision
Transformers, with a focus on the Swin Transformer used in SinSR. Knowledge Distillation
is also introduced as a strategy for efficient model deployment.

The chapter further reviews generative models relevant to super-resolution, including
Autoregressive Models, VAEs, Normalizing Flows, and GANs. Finally, it presents Diffusion
Models as a cutting-edge approach for high-fidelity image synthesis, setting the stage for
the methodology and experiments that follow. standing the methodology and experimental
framework presented in the following sections.

6.1 Image Super Resolution

Image super-resolution is a computer vision method that aims to improve the resolu-
tion of an image and is achieved by reconstructing a high-resolution image from a low-
resolution one. This technique is vital for recovering details lost due to sensor resolution
limitations or external factors and is used in a wide range of applications. These include
satellite and aerial imaging [3], medical image processing [4],[5],[6], infrared imaging [7],
facial image enhancement [8], vehicle plate recognition [9], fingerprint identification [10],
and many other industrial and security applications.

Improving image quality can be achieved through hardware or software adaptations.
Hardware-based methods, although more efficient in some cases, are often more expensive
and less flexible. In contrast, software-based methods [11] are more cost effective and
have the potential to be applied to existing images or systems, making them ideal for many
use cases. For this reason, software-based methods have dominated scientific research
and practical applications of super-resolution.

It is important to note that image super-resolution does not simply refer to the en-
largement of the image dimensions, but to the increase in the number of pixels per unit
area of the image. Unlike simple enlargement techniques, such as bicubic interpolation
[59], which stretch the image by adding pixels through interpolation, super-resolution
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Figure 6.1: Comparison of a low-resolution satellite image of the city of Paris (left) with the
corresponding high resolution image (right), highlighting the enhanced sharpness and detail
achieved through image processing techniques.

increases the actual pixel density, reconstructing new details that were not present in the
original image. This allows for the creation of images that contain more details and higher
resolution. A visual comparison of these techniques is presented in Figure 6.2, highlight-
ing the difference in output quality between bicubic interpolation and super-resolution.

(a) Original (Low-Res) (b) Bicubic Interpolation (c) Super-Resolution Output

Figure 6.2: Comparison between original image, bicubic upscaling, and super-resolution.
Super-resolution reconstructs realistic high-frequency details rather than simply enlarging
existing pixels.

In recent years, the field has advanced rapidly, driven by the development of novel deep
learning architectures such as Convolutional Neural Networks (CNNs) [12] and Generative
Adversarial Networks (GANs) [13]. These methods allow for the reconstruction of details
with high accuracy while preserving the naturalness and quality of the image. Despite
a significant number of challenges, such as preserving existing features and avoiding
artificial distortions, super-resolution continues to be one of the most promising areas of
computer vision. In this paper, we will consider the application of diffusion models [14]
in this area.
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6.2 Object Detection

Object detection [15] is a fundamental computer vision technique that involves identi-
fying and locating specific objects (e.g., people, buildings, cars) within digital images and
videos. It combines object localization—determining an object’s position—and object clas-
sification—assigning a category label—making it a crucial tool for understanding visual
content in both static and dynamic scenes.

This technique plays a central role in a wide range of applications, including au-
tonomous driving, surveillance, robotics, and smart cities. Object detection can be im-
plemented on still images or real-time video streams, where high-speed and accurate
detection is especially valuable in time-sensitive environments.

The development of Convolutional Neural Networks (CNNs) has significantly advanced
the field, leading to the creation of highly accurate and efficient object detection frame-
works. Prominent models such as Faster R-CNN [16], YOLO (You Only Look Once) [1],
and SSD (Single Shot MultiBox Detector) [17] have set new benchmarks in both speed
and precision, balancing performance and computational efficiency.

Figure 6.3: Object detection on an urban street, with vehicle, bicycle, pedestrian and traffic
light detection via numbered frames. [1]

More recently, transformer-based architectures [18] have revolutionized object detec-
tion by eliminating the need for hand-crafted region proposal mechanisms. These models
utilize a global attention mechanism to model complex dependencies across an image,
improving performance on tasks involving cluttered scenes or small object instances.

Despite rapid progress, object detection still faces key challenges, including occlu-
sion, scale variation, and real-time performance constraints. Detecting tiny or overlap-
ping objects remains difficult for many traditional models, and the computational demand
of state-of-the-art systems can limit their deployment in resource-constrained environ-
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ments.
Nonetheless, object detection continues to evolve rapidly, driving innovation across

numerous scientific and industrial domains.

6.3 Convolutional Neural Networks

Convolutional Neural Networks (CNNs) [12] are a specialized class of deep learning
models designed for processing structured grid-like data, such as images and videos.
Inspired by the visual processing mechanisms of the human brain, CNNs use hierarchical
layers to automatically learn spatial hierarchies of features from raw input data. Unlike
traditional fully connected neural networks, CNNs leverage convolutional layers, pooling
layers, and fully connected layers to capture local and global patterns efficiently.

.

Figure 6.4: Indicative neural network architecture.

One of the foundational components of CNNs is the convolution operation, which lies
at the heart of their ability to extract features from raw data. This operation applies a
filter (or kernel) to an input image to extract meaningful features. Mathematically, for a
given input image I(x, y) and a convolution kernel K(a, b), the convolution is defined as:

S(x, y) =
∑

a

∑
b

I(x − a, y − b)K(a, b) (6.1)

where S(x, y) is the output feature map after applying the convolution, I(x, y) repre-
sents the input image, and K(a, b) is the convolution kernel, a small matrix of trainable
weights. The summations iterate over the dimensions of the kernel.

Early layers in a CNN typically detect low-level features such as edges, textures, or
simple shapes, while deeper layers capture more abstract representations like object parts
or class-specific patterns.

After the convolutional layers, CNNs often apply pooling layers to reduce the dimen-
sionality of the feature maps while preserving the most important information. The most
commonly used pooling technique is Max Pooling, defined as:

P(x, y) = max
i,j∈R

S(x + i, y + j)

where R is the pooling region (e.g., a 2×2 window). Max pooling retains the most signifi-
cant features while reducing computational cost and overfitting.
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Once high-level features are extracted through multiple convolutional and pooling
layers, the final stage involves fully connected layers (FC layers). The feature maps are
flattened into a one-dimensional vector and processed through a standard feedforward
neural network for classification. The final prediction is obtained using softmax activa-
tion:

pi =
ezi∑
j ezj

CNNs have significantly advanced the field of computer vision, enabling breakthroughs
in image classification, object detection, facial recognition, and medical image analysis.
Key architectures such as AlexNet [19], VGGNet [20], ResNet [21], and Inception networks
[22] have pushed the boundaries of performance and efficiency in visual recognition tasks.
These architectures vary in depth, computational complexity, and optimization strategies,
yet they all rely on the fundamental principle of hierarchical feature extraction through
convolutional operations.

One of the key advantages of CNNs is their ability to automatically learn feature rep-
resentations, eliminating the need for manual feature engineering. The introduction of
transfer learning has further enhanced their usability, allowing pre-trained models to be
fine-tuned for specific tasks with limited labeled data. Additionally, the integration of
attention mechanisms and transformer-based hybrid models has led to further improve-
ments, enabling more robust generalization across diverse datasets.

While CNNs have driven substantial progress, they are not without challenges. Issues
such as computational complexity, sensitivity to adversarial attacks, and the requirement
for large labeled datasets continue to pose obstacles to their scalability and deployment
in resource-constrained environments. To address these limitations, researchers are ac-
tively exploring solutions including self-supervised learning, efficient model compression,
and neural architecture search.

Despite these challenges, CNNs continue to play a central role in deep learning re-
search and applications. They remain foundational in domains such as autonomous
driving, healthcare, and surveillance, among others. As innovations in artificial intelli-
gence progress, CNNs are evolving alongside newer paradigms like Vision Transformers
(ViTs) and graph-based neural networks, helping to shape the future of computer vision
and intelligent systems.

6.4 U-Net

U-Net [23] is a fully convolutional neural network (FCN) specifically designed for im-
age segmentation tasks, with widespread adoption in medical imaging. Introduced by
Ronneberger et al. in 2015, U-Net has since become one of the most widely used archi-
tectures for semantic segmentation due to its ability to capture both high-level context
and fine-grained spatial details through a symmetric encoder-decoder structure.

The U-Net architecture consists of two primary components:

• Encoder (Contracting Path): Extracts high-level features using convolution and
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pooling operations.

• Decoder (Expanding Path): Reconstructs the segmentation map via upsampling,
aided by skip connections from the encoder.

An overview of the U-Net pipeline is shown in Figure 6.5.

Encoder The encoder path consists of repeated applications of two 3 × 3 convolutional
layers followed by ReLU activations, and then a 2 × 2 max pooling operation to reduce
spatial resolution:

Sl+1 = max
i,j∈R

(Wl ∗ Sl + bl),

where Sl denotes the feature map at layer l, Wl represents the convolution kernel
weights, bl is the bias term, and R is the pooling region.

The encoder captures hierarchical features, allowing the model to build abstract rep-
resentations from raw input images.

Decoder The decoder path mirrors the encoder and gradually recovers spatial dimen-
sions using upsampling layers. These layers are often implemented using transposed
convolutions or nearest-neighbor interpolation followed by standard convolution:

Ul = Upsample(Sl),

where Ul denotes the upsampled feature map. Crucially, U-Net introduces skip con-
nections that concatenate encoder features with decoder outputs at corresponding reso-
lutions. This helps retain spatial details lost during downsampling and improves local-
ization accuracy.

Final Output Layer A final 1 × 1 convolution maps the decoder’s feature maps to the
desired number of classes, followed by a softmax activation to produce class probabilities
for each pixel:

pi =
ezi∑
j ezj

,

where pi is the probability of pixel i belonging to a specific class, and zi is the network’s
raw output for that pixel.

U-Net has demonstrated strong performance across a broad range of domains. In
medical imaging, it is applied to brain tumor segmentation [24] [25], lung nodule detection
[26], and cell tracking. It is also used in satellite image analysis for road extraction
[27]and land cover classification, and in autonomous driving for object segmentation and
lane detection [28] [29]. Applications in agriculture and environmental monitoring include
plant disease detection [30] [29] and forest change analysis [31] [32].

Despite its success, U-Net has several limitations. The model can consume significant
memory due to its depth and skip connections. It may also struggle with small object
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segmentation, as fine details can be lost during early pooling. Additionally, overfitting
may occur on small datasets without careful regularization or data augmentation.

Various extensions of U-Net have been developed to address these issues, including
U-Net++ (nested and dense skip connections) [33], Attention U-Net (learned spatial focus)
[34], and 3D U-Net (volumetric data processing) [35].

In summary, U-Net remains a foundational model in image segmentation, offering a
well-balanced trade-off between global context understanding and local feature preserva-
tion. Its continued evolution ensures relevance across an expanding range of applications.

Figure 6.5: U-Net architecture: a symmetric encoder-decoder structure for semantic seg-
mentation.

6.5 Vision Transformers and Swin Transformer

While convolutional neural networks (CNNs) have long dominated computer vision
tasks, recent years have seen a rapid rise in the use of transformers for image under-
standing. Originally developed for natural language processing, transformers rely on
self-attention mechanisms that allow the model to weigh relationships between all pairs
of elements in a sequence. This property has proven highly valuable for capturing long-
range dependencies in visual data as well.

Vision Transformers (ViT) The Vision Transformer (ViT) [53] adapts the transformer
architecture to image classification by dividing an input image into a sequence of fixed-
size patches (e.g., 16×16), which are flattened and linearly embedded before being passed
through a standard transformer encoder. Positional encodings are added to retain spatial
information.

Despite its success in classification tasks, ViT has several limitations:
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• It lacks inductive biases such as locality and translation equivariance, which are
inherent to CNNs.

• It requires large-scale datasets and extensive computation to train effectively.

• Its global self-attention mechanism scales quadratically with image size, making it
inefficient for high-resolution tasks.

Hierarchical Vision with Swin Transformer To address these shortcomings, Liu et al.
proposed the Swin Transformer [53], a hierarchical vision transformer that computes self-
attention locally within non-overlapping windows. This approach significantly reduces
computational cost while preserving the ability to model long-range dependencies.

The key innovations of the Swin Transformer are:

• Shifted Windows: In successive layers, the window partitioning is shifted by a fixed
number of pixels. This shift enables cross-window interaction without resorting to
global attention, allowing the model to capture more complex spatial relationships.

• Hierarchical Feature Maps: Like CNNs, Swin progressively downsamples the im-
age and increases feature dimensions, forming a multi-scale representation that
supports dense prediction tasks such as object detection and super-resolution.

• Linear Computational Complexity: By limiting attention to fixed-size windows,
the computational cost scales linearly with image size, in contrast to ViT’s quadratic
scaling.

Figure 6.6: (a) The proposed Swin Transformer builds hierarchical feature maps by merging
image patches (shown in gray) in deeper layers and has linear computation complexity to
input image size due to computation of self-attention only within each local window (shown
in red). It can thus serve as a general-purpose backbone for both image classification and
dense recognition tasks. (b) In contrast, previous vision Transformers [2] produce feature
maps of a single low resolution and have quadratic computation complexity to input image
size due to computation of selfattention globally.
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Application in SinSR In the context of super-resolution, particularly in the ResShift
model [60], Swin Transformers replace the traditional self-attention layers used in U-Net-
based architectures. This substitution significantly improves the model’s robustness to
varying image resolutions, making it more effective and scalable in real-world applications.

SinSR, the model used in this thesis, inherits this architectural modification. By
incorporating Swin Transformer blocks into the U-Net backbone, SinSR benefits from
efficient self-attention over large images, improved generalization across domains (e.g.,
medical vs natural images), and enhanced capacity for capturing both local details and
global context.

Summary Vision transformers have brought a paradigm shift in computer vision, of-
fering new ways to capture dependencies and structure in visual data. The Swin Trans-
former, in particular, balances performance and efficiency, making it well-suited for high-
resolution tasks like super-resolution. Its integration into state-of-the-art models such
as ResShift and SinSR underscores its growing importance in modern image restoration
pipelines.

6.6 Knowledge Distillation

Knowledge Distillation (KD) [36] is a model compression technique designed to transfer
knowledge from a large, powerful teacher model to a smaller, more efficient student model.
The student is trained not only on the ground-truth labels but also on the soft outputs
(probability distributions) of the teacher, which encode rich relational information between
classes.

A softened softmax function is used to generate these distributions:

pT (yk | x) =
exp(zT

k /T )∑
j exp(zT

j /T )
, (6.2)

where zT
k is the logit for class k from the teacher model, and T is a temperature param-

eter. Higher T values yield softer probability distributions, which carry more information
about inter-class similarities.

The student model minimizes the Kullback-Leibler (KL) [37] divergence between its
predictions and the teacher’s softened output:

LKD = T2
∑

k

pT (yk | x) log
pT (yk | x)
pS(yk | x)

, (6.3)

where pS(yk | x) denotes the student model’s predicted probability. To encourage
alignment with the original task, KD is often combined with cross-entropy loss on the
ground truth:

L = (1 − λ)LCE + λLKD, (6.4)

where λ controls the balance between ground truth supervision and distillation.
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This approach enables the student model to achieve performance close to the teacher’s,
while being significantly lighter in terms of memory and inference cost — making KD
particularly attractive for deployment on edge devices or mobile platforms.

However, KD poses several challenges. One major limitation is the potential loss
of nuanced knowledge during compression, especially if the student architecture is too
limited. Furthermore, optimal temperature and λ selection are critical and often require
empirical tuning. The pretraining of large teacher models also introduces computational
overhead.

Recent developments have introduced:

• Self-distillation: where a model distills knowledge into itself over time.

• Multi-teacher distillation: which aggregates knowledge from several teachers.

• Contrastive distillation: using feature similarity as a supervision signal.

• Heterogeneous distillation: transferring knowledge across differing architectures
(e.g., CNN → Transformer).

In conclusion, Knowledge Distillation remains a key strategy for model compression
and efficient inference, enabling real-world deployment of high-performing models. Its
ability to retain performance while reducing computational demand continues to drive its
adoption across computer vision, NLP, and beyond.

6.7 Generative Modeling for Image Super-Resolution: A His-

torical Perspective

Before the adoption of diffusion models in image super-resolution, several other classes
of generative models dominated the landscape. These include autoregressive models, vari-
ational autoencoders (VAEs), normalizing flows (NFs), and generative adversarial networks
(GANs). Each of these approaches brought unique strengths to image generation tasks
while also presenting specific limitations. This section briefly surveys these foundational
models to highlight the progression toward more powerful generative paradigms such as
diffusion models.

6.7.1 Autoregressive Models

Autoregressive models [56] constitute an important class of probabilistic models used
for modeling sequential data. Their core mechanism relies on the assumption that each
element in a sequence can be predicted based on its preceding elements.

In a typical autoregressive model, the probability of a variable xt is given in terms of
the previous variables in the sequence:

P(xt |xt−1, xt−2, ..., x1)

74 ∆ιπλωµατική Εργασία



6.7.2 Variational Autoencoders (VAEs)

This approach enables the model to learn long-range dependencies, making it useful
in applications such as text generation, speech synthesis, and image analysis.

One of the most widely used autoregressive models in image processing is PixelCNN
[61], along with its variations. These models leverage convolutional neural networks to es-
timate the probability distribution of each pixel, conditioning on the previously generated
pixels in the image.

Figure 6.7: (Left) A visualization of PixelCNN, which maps a neighborhood of pixels to
predict the next pixel. (Middle) Example of a masked 5x5 filter to prevent the model from
accessing pixels below or strictly to the right of the current pixel during predictions. (Right)
Two convolutional stacks (blue and purple) resolving the receptive field’s blind spot.

In the field of super-resolution, although autoregressive models excel in capturing
complex patterns and textures through pixel dependencies, they have certain significant
limitations, such as prohibitively high computational cost and slow inference times due
to the sequential nature of data generation.

6.7.2 Variational Autoencoders (VAEs)

Variational Autoencoders (VAEs) [57] are a class of latent-variable generative models
that learn complex probability distributions by encoding data into a lower-dimensional
latent space. Unlike autoregressive models, VAEs rely on mapping a high-dimensional
structured data space into a lower-dimensional latent space, from which new data can be
efficiently sampled.

A Variational Autoencoder (VAE) consists of two primary components: the encoder
and the decoder. The encoder q(z | x) learns to transform input data x into a probabilistic
latent space representation z. The decoder p(x | z) then utilizes this latent representation
to reconstruct the original input data x.

The training of VAEs is based on the Variational Lower Bound [62], which maximizes
the probability function of the data while minimizing the Kullback-Leibler (KL) divergence
[37] between the learned latent space distribution and a predefined simple distribution
(e.g., Gaussian).

Despite their efficiency in parallel sampling and reconstruction, a common drawback
of VAEs is their tendency to generate overly smoothed or blurry images due to the stochas-
tic nature of sampling from the latent space. This can significantly affect the sharpness
and fine details in high-resolution applications such as super-resolution.
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6.7.3 Normalizing Flows (NFs)

Normalizing Flows (NFs) [58] are a class of probabilistic models that transform a
simple prior distribution into a more complex one using a sequence of invertible and dif-
ferentiable transformations. Unlike other probabilistic models that rely on approximation
techniques, NFs allow for precise density estimation.

Their foundation is based on the change of variables formula in probability theory.
Given a random variable z with a simple distribution p(z), applying an invertible trans-
formation f results in a new variable x = f (z), whose distribution is given by:

p(x) = p(z)

∣∣∣∣∣∣det
df −1(x)

dx

∣∣∣∣∣∣ (6.5)

The main objective of NFs is to learn a sequence of transformations that map a simple
prior distribution (e.g., Gaussian) into the target complex distribution. Training is con-
ducted using Maximum Likelihood Estimation (MLE) [63], leveraging the exact analytical
probability density function.

While NFs offer powerful and flexible density estimation, they have notable limitations.
Training deep flows can be computationally expensive, and simple transformations such
as Affine Coupling Layers may be restrictive, necessitating more complex variants.

6.7.4 Generative Adversarial Networks (GANs)

Generative Adversarial Networks (GANs) [13] are a class of generative models that
rely on adversarial learning, where two neural networks—a generator and a discrimina-
tor—compete in a game-theoretic setting. The objective of GANs is to approximate the real
data distribution, enabling the generation of realistic samples such as images, videos, and
audio.

GANs consist of the generator G(z) that maps a random vector z (sampled from a
simple prior) into a data sample that mimics real data and the discriminator D(x) that
learns to distinguish real samples from generated samples.

The adversarial training process is modeled as a minimax optimization problem:

min
G

max
D

V (D, G) = Ex∼pdata(x)[log D(x)] + Ez∼p(z)[log(1 − D(G(z)))] (6.6)

GANs have been widely used in image generation, style transfer, and data augmenta-
tion. However, their training is often unstable, suffering from challenges such as mode
collapse, where the generator produces limited variations in output.

6.7.5 Comparative Overview of Generative Models

To contextualize the advantages and limitations of different generative modeling ap-
proaches in image super-resolution, Table 6.1 provides a comparative overview of four
major categories: Autoregressive Models, Variational Autoencoders (VAEs), Normalizing
Flows (NFs), and Generative Adversarial Networks (GANs).
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Figure 6.8: Comparison of three generative models: GANs, VAEs, and Normalizing Flows.

Table 6.1: Comparison of Generative Models for Super-Resolution Tasks

Model Type Sampling Speed Parallelism Output Quality Training Stability Probabilistic

Autoregressive Models Slow (sequential) No High Yes Yes

Variational Autoencoders Fast Yes Moderate (blurry) Yes Yes

Normalizing Flows Moderate Yes Moderate–High Yes Yes

Generative Adversarial Networks Very Fast Yes High (sharp) No No

As seen in Table 6.1, each method offers unique benefits suited to particular tasks.
Autoregressive models excel at fine-grained structure but suffer from slow generation.
VAEs and NFs provide efficient training and sampling but may fall short in visual fidelity.
GANs, while producing visually sharp images, often face instability during training and
lack a probabilistic interpretation.

In contrast, diffusion models—introduced in the next chapter—offer a compelling blend
of stability, diversity, and sample quality, making them a strong candidate for advancing
image super-resolution techniques.

6.7.6 Conclusion and the Emergence of Diffusion Models

From our analysis of generative models, each approach presents distinct advantages
and limitations. Given the weaknesses of these approaches, a promising alternative is
the use of diffusion models, which have emerged as a strong theoretical framework with
significant practical advantages.

Diffusion Models progressively refine generated images through a denoising process,
leading to high-quality, diverse generative outputs. Their success in high-resolution im-
age synthesis and super-resolution demonstrates their potential in overcoming many
limitations of prior generative approaches.
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6.8 Diffusion Models

Diffusion models have emerged as a powerful class of generative models, achieving
state-of-the-art results in image synthesis, text-to-image generation, and data denoising.
Unlike traditional generative models such as Generative Adversarial Networks (GANs)
and Variational Autoencoders (VAEs), diffusion models are built upon a stochastic pro-
cess that gradually transforms noise into structured data through a sequence of learned
denoising steps. Recent advances in Denoising Diffusion Probabilistic Models (DDPMs)
and Denoising Score Matching (DSM) have significantly improved the fidelity and control-
lability of generated samples, enabling a wide array of applications in domains such as
image generation, audio synthesis, and beyond [38, 39, 40].

Mathematical Formulation of Diffusion Models

Diffusion models define a two-stage generative process: a forward (diffusion) process,
which gradually adds noise to the data, and a reverse (denoising) process, which attempts
to recover the original data from the noisy inputs.

Forward Process Given initial data x0 ∼ q(x), noise is incrementally added over T steps
using a predefined variance schedule �1, ..., �T . This results in a sequence of increasingly
noisy latent variables x1, ..., xT , with the forward process defined as:

q(x1:T | x0) :=
T∏

t=1
q(xt | xt−1),

q(xt | xt−1) := N
(
xt ;

√
1 − �txt−1, �tI

)
,

where �t ∈ (0, 1) controls the rate of noise addition at each timestep.

Figure 6.9: Markov chain representation of the forward and reverse diffusion processes.

Reparameterization Trick To simplify computation, define αt = 1−�t and ᾱt =
∏t

s=1 αs.
Using Gaussian noise ϸ0, ..., ϸT−1 ∼ N(0, I), we recursively obtain:

xt =
√

αtxt−1 +
√

1 − αtϸt−1 = · · · =
√

ᾱtx0 +
√

1 − ᾱtϸ0.

Thus, a noisy sample at any timestep t can be directly sampled via:

xt ∼ q(xt | x0) = N(xt ;
√

ᾱtx0, (1 − ᾱt)I).
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Because �t is a fixed hyperparameter, the values of αt and ᾱt can be precomputed.
This enables efficient sampling of latent variables xt and facilitates training through a
tractable loss function.

Reverse Process To generate data, the model must reverse the noising process, starting
from pure Gaussian noise xT ∼ N(0, I). Ideally, one would sample from q(xt−1 | xt), but
this distribution is intractable. Instead, a parameterized neural network pθ is trained to
approximate it. The reverse process forms a Markov chain defined as:

pθ(x0:T ) := p(xT )
T∏

t=1
pθ(xt−1 | xt),

where:

p(xT ) = N(xT ; 0, I), pθ(xt−1 | xt) = N(xt−1; µθ(xt , t), σ2
θ (xt , t)I).

Figure 6.10: Illustration of the forward and reverse diffusion chains.

Diffusion models are thus latent variable models, where x1, ..., xT are latent variables
used to model the data distribution pθ(x0).

Training a Diffusion Model

Training involves maximizing the data likelihood log pθ(x0), typically through the evi-

dence lower bound (ELBO):
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log pθ(x0) ≥ Eq(x1:T |x0)[log pθ(x0|x1)]−DKL(q(xT |x0)∥p(xT ))−
T∑

t=2
Eq(xt |x0)[DKL(q(xt−1|xt , x0)∥pθ(xt−1|xt))].

(6.7)

The three terms represent:

1. A reconstruction term analogous to VAEs.

2. A KL divergence between the prior p(xT ) and the noisy data.

3. A denoising loss Lt , capturing the difference between the true and learned reverse
transitions.

Reparameterized Loss By conditioning on x0, a tractable expression for the true reverse
posterior is:

q(xt−1 | xt , x0) = N(xt−1; µt(xt , x0), �̃tI), (6.8)

with:

�̃t =
1 − ᾱt−1

1 − ᾱt
�t , µt(xt , x0) =

√
ᾱt−1�t

1 − ᾱt
x0 +

√
αt(1 − ᾱt−1)

1 − ᾱt
xt . (6.9)

These coefficients depend only on the variance schedule and can be precomputed.

Neural Network Approximation and Loss Expressing x0 in terms of noise ϸ ∼ N(0, I),
we get:

x0 =
1
√

ᾱt

(
xt −

√
1 − ᾱtϸ

)
. (6.10)

The model learns to estimate the noise ϸ using a neural network ϸθ(xt , t), leading to
the estimated mean:

µθ(xt , t) =
1
√

αt

(
xt −

�t
√

1 − ᾱt
ϸθ(xt , t)

)
. (6.11)

The denoising loss is then:

Lt = Ex0,t,ϸ

[
�t

2αt(1 − ᾱt)
∥ϸ − ϸθ(xt , t)∥22

]
. (6.12)

Simplified Loss Ho et al. [14] proposed a simplified version that omits the weighting
term:

Lsimple
t = Ex0,t,ϸ

[∥∥∥∥ϸ − ϸθ

(√
ᾱtx0 +

√
1 − ᾱtϸ, t

)∥∥∥∥2

2

]
, (6.13)

which has proven effective while improving training stability and sample quality.
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Variance Learning Originally, the model learned only the mean of the reverse transi-
tions, using fixed variance. Nichol et al. [41] later extended this by allowing the model to
learn the variance Σ as well, yielding improved generative performance.

Figure 6.11: Training and sampling procedures in diffusion models.

In summary, diffusion models offer a principled and stable approach to generative
modeling, combining strong theoretical foundations with empirical success in high-resolution
image generation. Their flexibility and robustness make them especially suitable for
super-resolution tasks, which require gradual and realistic detail refinement.
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Methodology

This chapter presents the methodological foundation of the proposed system, encom-
passing the datasets, models, and the integrated processing pipeline. It begins with

an overview of the two primary datasets used for image super-resolution: BraTS2023,
which focuses on medical imaging, and a composite traffic light dataset, which supports
visual understanding in autonomous driving contexts. The following sections describe in
detail the two core models employed—SinSR for super-resolution and YOLO for real-time
object detection—along with their respective architectures, and training procedures. The
chapter concludes with a presentation of the complete end-to-end layout that combines
detection and enhancement, highlighting how the individual components are integrated
into a unified pipeline.

7.1 Data Sets

7.1.1 BraTS2023

Brain tumors are among the most lethal forms of cancer. In particular, glioblas-
toma and diffuse astrocytoma with molecular characteristics of glioblastoma—classified
as grade 4 astrocytoma by the World Health Organization (WHO)—are the most common
and aggressive primary malignant tumors of the central nervous system in adults. These
tumors exhibit high levels of heterogeneity in terms of appearance, shape, and histological
characteristics, with a median survival rate of only 15 months.

The diagnosis and treatment of brain tumors present significant clinical challenges,
as these malignancies are inherently resistant to conventional therapies. This resistance
is primarily attributed to difficulties in drug delivery across the blood-brain barrier and to
the extensive inter- and intra-patient heterogeneity present at radiographic, morpholog-
ical, and molecular levels. Despite these obstacles, decades of intensive research aimed
at improving diagnostic precision, tumor characterization, and personalized treatment
strategies have contributed to measurable reductions in brain tumor mortality rates.

In an effort to advance state-of-the-art brain tumor segmentation techniques, the
annual Brain Tumor Segmentation (BraTS) Challenge has been established. It serves as
a benchmark competition for the development and evaluation of automated segmentation
algorithms targeting diffuse gliomas and their subregions. As part of this initiative, the
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BraTS dataset is made available to the research community for training, validation, and
testing purposes.

The BraTS (Brain Tumor Segmentation) dataset is widely adopted for segmentation
tasks involving multimodal magnetic resonance imaging (MRI) scans. It incorporates four
distinct imaging modalities:

• T1-weighted (T1): Provides high-resolution anatomical details of brain structures.

• T1 with contrast enhancement (T1c): Highlights disruptions in the blood-brain
barrier and is effective for identifying active tumor regions.

• T2-weighted (T2): Emphasizes differences in tissue composition, particularly in
fluid-rich areas.

• FLAIR (Fluid-Attenuated Inversion Recovery): Suppresses cerebrospinal fluid
signals to improve lesion contrast and visibility.

Each modality plays a crucial role in the comprehensive identification and localization
of brain tumor components. Together, they offer a robust multimodal perspective for the
early detection, diagnosis, and monitoring of neurological diseases.

Figure 7.1: MRI scans of brains showing tumors of various sizes.

BraTS is particularly valued for the high quality of its annotations, which are manually
curated by medical imaging experts. These annotations include pixel-level segmentation
labels that delineate tumor subregions with exceptional precision. Such granularity is of
critical importance, as well-annotated datasets remain scarce in medical imaging—posing
a major bottleneck for the advancement of biomedical artificial intelligence (AI) systems
[4]. The scarcity of labeled data, combined with variability in MRI acquisition protocols
and scanner types, underlines the necessity of standardized, expert-validated datasets
like BraTS.

The dataset supports a wide range of clinical and research applications, including
tumor subregion segmentation, patient survival prediction, and tumor growth model-
ing. Accurate delineation of tumor components is essential for treatment planning and
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response monitoring, while prognostic models based on imaging biomarkers assist in
tailoring therapies to individual patients. Moreover, longitudinal tumor analysis across
multiple time points can yield valuable insights into the evolution of tumor biology and
its interaction with various treatments.

In this study, we utilize BraTS2023, the most recent edition of the dataset curated
for the 2023 challenge. This version builds upon its predecessors by introducing sev-
eral notable improvements: an expanded collection of patient cases, enhanced manual
annotations for greater precision, and improved consistency across imaging modalities.
These updates were made with the goal of enabling the development of even more robust
and generalizable segmentation algorithms [47], [5], [6]. The dataset plays a critical role
in advancing clinical applications, including AI-driven diagnosis, radiotherapy planning,
disease monitoring, and personalized medicine initiatives in neuro-oncology.

Data Preparation

To prepare the BraTS2023 dataset for use in super-resolution model training, careful
consideration was given to data structure, preprocessing consistency, and spatial stan-
dardization. The raw data were provided in the NIfTI (.nii) format, which is widely used
in neuroimaging due to its ability to store three- and four-dimensional medical imaging
volumes along with essential spatial metadata such as voxel resolution, dimensions, and
orientation.

Data loading and preprocessing were conducted using the Nibabel Python library,
which is specifically designed for manipulating NIfTI files. Each patient’s scan includes
four aligned MRI modalities (T1, T1c, T2, FLAIR), all of which were co-registered during
acquisition. This ensured that voxel-wise anatomical alignment was preserved, allowing
the models to effectively leverage multi-channel spatial features.

As the super-resolution model was trained in two-dimensional mode, the 3D vol-
umes—originally sized at 240×240×155—were decomposed along the depth (Z) axis into
a series of 2D slices. Each scan produced 155 individual axial slices per modality. Since
the model input size was fixed at 256×256 pixels, zero-padding was applied to expand the
original 240 × 240 spatial dimensions without distorting anatomical integrity. This step
ensured that all inputs conformed to a uniform resolution standard, facilitating efficient
batch training and improving convergence behavior.

Figure 7.2: Conversion of 3D MRI volumes into 2D axial slices at 30-slice intervals.

The resulting dataset consists of thousands of high-quality, pre-aligned slices, each
preserving detailed structural and pathological information from the original MRI vol-
umes. These slices were used as low-resolution inputs to train and evaluate the super-
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resolution model, allowing for enhanced reconstruction of subtle tumor boundaries and
internal heterogeneity. The preprocessing pipeline was designed to maintain anatomical
fidelity while standardizing image inputs across all cases and modalities.

7.1.2 Traffic Lights

Autonomous driving represents one of the most rapidly evolving fields in artificial
intelligence, with the overarching goal of developing safer, more efficient, and intelligent
transportation systems. Among the key technical challenges in this domain is the real-
time detection and recognition of traffic lights. These visual signals are fundamental for
regulating vehicular flow, enforcing traffic rules, and minimizing the risk of collisions
at intersections. Accurate detection and interpretation of traffic lights are essential for
enabling autonomous vehicles to understand dynamic road conditions and interact safely
with other road users.

To support the training of a robust detection system and to facilitate image super-
resolution experiments in this context, a high-quality dataset of traffic light images was
required. This need led to a comprehensive data collection effort, involving an exten-
sive web-based search and curation process to identify publicly available, high-resolution
traffic light datasets. Based on this effort, a custom composite dataset was compiled, ag-
gregating relevant images from multiple sources. The dataset includes diverse real-world
traffic scenes with varying environmental and contextual conditions—such as different
times of day (day, night, dusk), weather patterns (sunny, overcast, rainy), and multiple
traffic light shapes, colors, and configurations from different countries.

In the following sections, we describe the individual datasets that contributed to the
final collection of traffic light images used in our model training pipeline. These datasets
were selected based on their resolution, annotation quality, and diversity of traffic light
appearances. A detailed overview of the datasets and the number of traffic light images
extracted from each is shown in Table 7.1.

Table 7.1: Traffic Light Detection Datasets and Number of Images

Dataset Number of Images

COCO (Common Objects in Context) 1,153
Traffic Light Detection Dataset (Roboflow) 3,210
LISA Traffic Light Dataset 944
BDD100K 1,098
Bosch Small Traffic Lights Dataset 213
Google Open Images Dataset 1,539
Total 8,157
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Each of these datasets contributed unique visual perspectives and scenarios to our
combined training dataset, improving its generalizability and robustness. The result-
ing image collection forms the basis for subsequent preprocessing and super-resolution,
which are described in the next subsection.

COCO Dataset

The COCO (Common Objects in Context) dataset is a large-scale benchmark designed
for object detection, segmentation, and captioning tasks. It comprises over 330,000
images, each annotated with 80 object categories and paired with five textual descriptions
that provide scene-level context. COCO is widely regarded as a foundational resource in
computer vision and has significantly contributed to the development and benchmarking
of state-of-the-art models for detection and segmentation.

Figure 7.3: Example images from the COCO dataset.

BDD100K Dataset

The BDD100K dataset is one of the largest and most diverse open-source datasets
for autonomous driving research. It contains 100,000 driving videos, each approximately
40 seconds in duration and recorded at a resolution of 720p and 30 frames per second.
The dataset encompasses a wide range of real-world driving conditions, including various
times of day, weather scenarios, and urban and rural environments. It includes annota-
tions for several perception tasks such as object detection, drivable area segmentation,
and lane marking detection, making it an excellent resource for multi-task learning in
real-world driving contexts.

Bosch Small Traffic Lights Dataset

The Bosch Small Traffic Lights dataset is a specialized resource focused on the detec-
tion of small-scale traffic lights in complex driving environments. It consists of 13,427
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Figure 7.4: Example of labeled driving scenes from the BDD100K dataset.

high-resolution camera images (1280×720 pixels) and includes approximately 24,000
manually annotated traffic lights. The dataset provides detailed annotations for both
bounding boxes and traffic light states (e.g., red, green, yellow), making it highly valuable
for training models capable of detecting small and distant traffic light instances in real
time.

Figure 7.5: Example of labeled traffic light images from the Bosch dataset.

Google Open Images Dataset

The Google Open Images dataset is an extensive computer vision dataset contain-
ing approximately 9 million annotated images. It covers thousands of object categories
and offers a wide range of annotation types, including image-level labels, object bounding
boxes, segmentation masks, and visual relationships. For the purposes of this study, traf-
fic light annotations were selectively extracted from this dataset to enhance the diversity
and contextual richness of the training data.

LISA Traffic Light Dataset

The LISA Traffic Light dataset is tailored for research on traffic light detection and
state classification, a critical component in autonomous navigation systems. It consists
of annotated video sequences recorded in diverse real-world driving conditions across the
United States. The dataset captures traffic lights under varying lighting conditions, times
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Figure 7.6: Labeled traffic light images from the Google Open Images dataset.

of day, and geographic locations, promoting the development of detection models with
strong generalization capabilities across environments.

Figure 7.7: Example images of traffic lights from the LISA Traffic Light dataset.

Traffic Light Detection Dataset (Roboflow)

The Traffic Light Detection dataset is a publicly available dataset hosted on the
Roboflow Universe platform. It contains approximately 4,000 high-resolution images
annotated for three distinct traffic light states: red, yellow, and green. This dataset is
specifically structured for training object detection models and is particularly useful in
real-time recognition tasks in autonomous vehicles. Its clear structure and consistent
annotation quality make it a valuable addition to our composite training set.

Figure 7.8: Example images from the Traffic Light Detection dataset.
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Data Preparation

The six datasets used in this study were originally constructed for general-purpose
object detection and traffic scene understanding. As such, they contained a wide range
of object categories beyond traffic lights, including vehicles, pedestrians, road signs, and
lane markings. To tailor the data for the specific objective of traffic light super-resolution,
a targeted filtering process was applied.

First, all images containing at least one annotated traffic light were identified and
extracted using the available bounding box annotations. Images that did not include
traffic lights were discarded. This filtering step ensured that the resulting dataset was
fully dedicated to traffic light analysis, allowing the model to focus exclusively on learning
high-quality spatial representations of traffic signals.

Given that super-resolution tasks are highly sensitive to input quality, additional
refinement was necessary. All identified bounding boxes were evaluated, and only those
exceeding an area of 2,500 pixels were retained. This criterion was set to guarantee that
each cropped region contained sufficient resolution and visual clarity for effective model
training.

After filtering, each selected bounding box was used to crop the corresponding region
from its original image. To ensure consistency across the dataset and compatibility with
the super-resolution model, each cropped region was padded to a uniform size of 256×256
pixels. This preprocessing step preserved important spatial details while maintaining
standardized input dimensions.

Figure 7.9: Distribution of selected traffic light images from each dataset after filtering.

In total, 8,157 cropped and padded traffic light images were collected. To expand
the dataset and improve generalization, data augmentation techniques were employed.
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However, given the importance of preserving image fidelity in super-resolution, trans-
formations that could degrade quality—such as noise injection, color alterations, or
MixUp—were excluded. Furthermore, since the model expects fixed input dimensions,
augmentations that modify image size or aspect ratio were avoided.

Instead, geometric augmentations that preserve spatial integrity were used. Specifi-
cally, the dataset was expanded via horizontal mirroring and rotations of ±90◦, tripling the
amount of training data. This augmentation strategy resulted in a final dataset of 32,628
high-resolution traffic light patches—quadrupling the size of the original post-filtered col-
lection.

Figure 7.10: The original traffic light patch (left), mirrored version (middle left), and its −90◦

and +90◦ rotations.

Despite standardization and augmentation, traffic light detection remains inherently
challenging due to extreme visual variability. Traffic lights differ widely in shape, form, and
color depending on regional infrastructure and manufacturer design. Moreover, external
environmental conditions—such as lighting, time of day, and weather—can significantly
alter their appearance. These variations necessitate robust models capable of adapting
to diverse real-world scenarios. To highlight the complexity of this task, the following
examples illustrate the visual diversity of traffic lights.

Figure 7.11: Visual differences in traffic lights between day and night.

Figure 7.12: Examples of regional differences in traffic light design.
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Figure 7.13: Variability in traffic light color and illumination across environments.

7.2 Super-Resolution with SinSR

Recent advances in diffusion models have introduced new paradigms in generative
modeling, with applications ranging from image synthesis to denoising and inpainting.
However, one of the key limitations of standard Denoising Diffusion Probabilistic Models
(DDPMs) is their computational inefficiency: generating a single high-quality image typ-
ically requires hundreds or even thousands of iterative refinement steps. This becomes
especially restrictive in time-sensitive applications such as autonomous navigation, med-
ical imaging, or real-time video analysis.

To overcome this bottleneck, SinSR (Single-Step Super-Resolution) [52] proposes a
novel formulation that reduces the generation process to a single deterministic step.
SinSR combines the flexibility and robustness of diffusion models with the practicality
of efficient inference. It achieves this through a two-stage pipeline: a teacher diffusion
model is first used to learn a rich multi-step generative trajectory, and a student model
is then distilled to replicate this process in a single forward pass.

7.2.1 Problem Formulation

Let x ∈ RH×W×C denote a low-resolution (LR) image, and y ∈ RsH×sW×C its correspond-
ing high-resolution (HR) version, where s is the scaling factor. The goal of super-resolution
is to learn a mapping F : x → y that reconstructs fine details lost during downsampling.

Diffusion-based approaches tackle this by modeling the conditional distribution p(y |
x). Traditional DDPMs approximate this distribution through a Markovian denoising
process that transforms Gaussian noise into a high-resolution image via a sequence of
learned transitions. In contrast, SinSR seeks to directly approximate y ∼ p(y | x) in a
single step, thus achieving a much more tractable inference path.

7.2.2 Architecture Overview

SinSR’s architecture is inspired by U-Net but replaces traditional self-attention layers
with Swin Transformer blocks [53], enabling it to better handle varying input resolutions
and capture long-range dependencies. The overall architecture consists of an encoder-
decoder structure with skip connections, designed to process both spatial and contextual
cues from the LR input.
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Figure 7.14: SinSR architecture: a student network learns to predict the HR image in a
single forward pass by distilling knowledge from a multi-step diffusion teacher model.

7.2.3 Training Strategy: Distillation from Diffusion

SinSR relies on a powerful teacher-student framework. The teacher is a standard
DDPM trained to perform super-resolution through a sequence of denoising steps, starting
from a degraded latent representation of the HR image. The student is trained to mimic
the output of the teacher after its full denoising trajectory, effectively learning to "shortcut"
the diffusion process.

To construct the training pairs, a degradation process is defined as:

xt =
√

ᾱty +
√

1 − ᾱtϸ, ϸ ∼ N(0, I)

where xt is the noisy intermediate representation at timestep t, y is the ground truth
HR image, and ᾱt controls the noise schedule.

The teacher model fθ learns to denoise xt back to y over multiple timesteps. Then, a
student model Fθ̂ is trained to approximate the final output of the teacher directly from
xT , the noisiest representation:

Fθ̂(xT , x) ≈ y

7.2.4 Loss Functions

To ensure effective knowledge transfer and consistency, SinSR uses a combination of
three loss terms:

• Distillation Loss: Encourages the student to match the teacher’s final output.

Ldistill = ∥Fθ̂(xT , x) − f (0)
θ (xT , x)∥22

• Reconstruction Loss: Aligns the student output with the ground-truth HR image.

Lrecon = ∥Fθ̂(xT , x) − y∥22

• Inversion Loss: Forces reversibility by requiring the student to re-generate the
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noise from its own prediction.

Linverse = ∥fθ(x0, x, 0) − xT ∥
2
2

The total loss used to train the student model is the unweighted sum of all three
objectives:

Ltotal = Ldistill +Lrecon +Linverse

This ensures that the student model inherits both the fidelity and diversity of the
teacher, while maintaining a strong alignment with ground truth data.

7.2.5 Advantages of SinSR

The most notable advantage of SinSR is its ability to generate perceptually high-quality
HR images in a single forward pass, a dramatic improvement in speed over standard
diffusion, based methods. Additionally:

• Reduced Inference Time: Unlike traditional diffusion models requiring hundreds
of steps, SinSR is suitable for real-time applications.

• Robustness to Noise and Artifacts: The distilled model maintains the teacher’s
ability to denoise and reconstruct fine texture details.

• Flexibility in Resolution and Context: The use of Swin Transformers enhances
adaptability to diverse resolutions and object sizes.

7.2.6 Evaluation Metrics

To quantitatively assess SinSR’s performance, both pixel-wise and perceptual metrics
are employed:

• PSNR (Peak Signal-to-Noise Ratio) – Measures reconstruction fidelity at a pixel
level.

• SSIM (Structural Similarity Index) – Evaluates perceptual similarity based on
structural coherence.

• LPIPS (Learned Perceptual Image Patch Similarity) – Uses deep network embed-
dings to gauge perceptual realism.

• MUSIQ and CLIP-IQA – Transformer-based and contrastive learning-based percep-
tual quality estimators, respectively.

Together, these metrics ensure that SinSR not only preserves fine-grained details but
also delivers outputs that are visually plausible and semantically faithful.
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7.3 Object Detection with YOLO

7.3.1 Introduction

YOLO (You Only Look Once) is a widely used deep learning-based object detection
model designed for real-time applications. Unlike traditional object detection methods,
which rely on region proposal networks or sliding windows, YOLO directly predicts bound-
ing boxes and class probabilities in a single forward pass, making it significantly faster
while maintaining high accuracy [64, 65]. This efficiency makes YOLO ideal for applica-
tions such as autonomous driving, surveillance, and robotics.

Figure 7.15: YOLO running on sample artwork and natural images

7.3.2 Model Architecture

YOLO frames object detection as a single regression problem, mapping input images
to bounding boxes and class probabilities simultaneously. The architecture consists of
the following key components:

Grid-Based Detection Mechanism YOLO divides the input image into an S × S grid,
where each grid cell is responsible for detecting objects whose center falls within that cell.
Each grid cell predicts:

• B bounding boxes, each with a confidence score.

• A class probability distribution over C object categories.

The final predictions are obtained by filtering bounding boxes based on confidence
scores and applying Non-Maximum Suppression (NMS) to eliminate redundant detections.

Feature Extraction Backbone YOLO utilizes a deep convolutional network as its back-
bone for feature extraction. Different versions of YOLO employ different backbones: -
YOLOv3/v4: Uses Darknet-53 for better accuracy-speed tradeoff. - YOLOv5: Introduces
an EfficientNet-based architecture for improved efficiency. - YOLOv7: Employs advanced
architectural optimizations to achieve state-of-the-art performance.
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Anchor Boxes and Multi-Scale Detection Later versions of YOLO incorporate anchor
boxes and multi-scale feature detection to improve performance on small and large ob-
jects. This allows the model to detect objects of varying sizes more effectively.

7.3.3 Training Process

Loss Function YOLO optimizes a multi-task loss function, which consists of three main
components:

LYOLO = Lcoord + Lconf + Lclass, (7.1)

where:

• Localization Loss Lcoord: Measures the error between predicted and ground-truth
bounding box coordinates using Mean Squared Error (MSE):

Lcoord = λcoord

S2∑
i=0

B∑
j=0
⊮

obj
ij

[
(xi − x̂i)2 + (yi − ŷi)2

]
+

S2∑
i=0

B∑
j=0
⊮

obj
ij

[
(
√

wi −
√

ŵi)2 + (
√

hi −

√
ĥi)2

]
.

(7.2)

• Confidence Loss Lconf: Encourages accurate object confidence scores:

Lconf =

S2∑
i=0

B∑
j=0
⊮

obj
ij (Ci − Ĉi)2 + λnoobj

S2∑
i=0

B∑
j=0
⊮

noobj
ij (Ci − Ĉi)2. (7.3)

• Classification Loss Lclass: Uses cross-entropy loss to penalize misclassified objects:

Lclass =

S2∑
i=0
⊮

obj
i

∑
c∈classes

pi(c) log p̂i(c). (7.4)

Optimization and Training Strategy The model is trained using:

• Batch normalization to stabilize training and improve generalization.

• Stochastic Gradient Descent (SGD) or Adam optimizer for parameter updates.

• Data augmentation techniques such as random scaling, flipping, and color jittering
to enhance model robustness.

7.3.4 Inference and Object Detection Pipeline

During inference, YOLO performs object detection in a single forward pass, achieving
real-time speed. The detection process follows these steps: 1. The input image is resized
to a fixed dimension (e.g., 416×416 pixels). 2. The image is passed through the con-
volutional backbone to extract feature maps. 3. The detection head predicts bounding
boxes, confidence scores, and class probabilities. 4. Thresholding and Non-Maximum
Suppression (NMS) are applied to filter the final set of detections.
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7.3.5 Evaluation Metrics

The model’s performance is assessed using the following standard object detection
metrics:

Mean Average Precision (mAP) The primary evaluation metric for YOLO is mAP, which
computes the area under the Precision-Recall curve:

mAP =
1
C

C∑
c=1

∫ 1

0
Pc(R) dR, (7.5)

where Pc(R) represents precision at a given recall value for class c.

Intersection over Union (IoU) IoU measures the overlap between predicted and ground-
truth bounding boxes:

IoU =
Area of Overlap
Area of Union

. (7.6)

Frame Per Second (FPS) FPS quantifies YOLO’s real-time performance by measuring
how many images can be processed per second.

7.3.6 Summary and Key Takeaways

YOLO provides a fast, accurate, and scalable solution for real-time object detection.
By leveraging a single-shot detection approach, grid-based predictions, and an optimized
multi-task loss function, YOLO achieves high accuracy with minimal computational over-
head. Its versatility makes it an ideal choice for applications requiring real-time detection,
including autonomous driving, security surveillance, and robotics.

7.4 Layout and Integration Pipeline

This work presents a unified pipeline that combines real-time object detection with
single-step image super-resolution, leveraging the complementary strengths of YOLO and
SinSR. The goal of this integration is to enhance the resolution of only the most relevant
regions in an image—namely, the objects of interest—while maintaining computational
efficiency and scalability.

The proposed pipeline comprises three core stages:

1. Object Detection with YOLO: Each input image is first passed through YOLO (You
Only Look Once), a real-time object detection algorithm renowned for its speed and
accuracy. YOLO detects multiple objects within the image and returns bounding
boxes and class labels for each instance. This ensures precise localization of target
objects without exhaustive pixel-wise analysis.

2. Region Cropping and Isolation: Based on the bounding box coordinates returned
by YOLO, the corresponding image regions are cropped, effectively isolating the

∆ιπλωµατική Εργασία 97



Chapter 7. Methodology

detected objects from their surrounding context. This spatial segmentation serves
two purposes: (a) it focuses computational resources exclusively on areas of interest,
and (b) it facilitates cleaner super-resolution by removing irrelevant background
noise.

3. Super-Resolution via SinSR: The cropped image patches are subsequently passed
through SinSR, a single-step diffusion-based super-resolution model. SinSR en-
hances the spatial fidelity of these objects, recovering fine textures and structural
detail that are otherwise lost in the original low-resolution input. Since SinSR oper-
ates deterministically in one forward pass, it provides high perceptual quality with
minimal latency, making it suitable for deployment in real-time or near-real-time
scenarios.

This modular pipeline design offers several advantages:

• Efficiency: By applying super-resolution only to cropped object regions instead of
full images, the computational overhead is significantly reduced.

• Scalability: The pipeline can easily be extended to other detection models (e.g.,
Faster R-CNN) or super-resolution methods, allowing flexibility based on application
needs.

• Task-Specific Optimization: Focusing resolution enhancement on objects of inter-
est improves downstream tasks such as classification, recognition, or anomaly de-
tection—particularly in domains like autonomous driving or medical imaging, where
object clarity is critical.

• Modularity: Each component of the pipeline (detection, cropping, super-resolution)
is decoupled and interchangeable, supporting plug-and-play experimentation and
tuning.

Figure 7.16: Pipeline overview: YOLO detects objects in the input image, followed by
cropping the detected region and enhancing its resolution using SinSR.

This integration allows us to selectively enhance visual information where it matters
most. The layout is particularly effective in applications where both localization and clarity
of small or distant objects are vital—such as medical diagnostics, satellite surveillance,
and smart transportation systems. By combining precision detection with high-fidelity
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upscaling, this pipeline delivers robust and interpretable image enhancement in an end-
to-end fashion.
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Results and Evaluation

In this chapter, we evaluate the performance of the proposed pipeline by comparing
two distinct configurations: YOLO combined with the baseline (vanilla) SinSR model, and
YOLO integrated with our fine-tuned SinSR model. This comparison allows us to assess
the contribution of the fine-tuning process to perceptual quality in both medical and
real-world visual tasks.

The evaluation is carried out using the two datasets described in previous chap-
ters—BraTS2023 for medical imaging and a custom traffic light dataset representing real-
world traffic scenes. For each dataset, we present both quantitative metrics and visual
comparisons to highlight the strengths and limitations of each pipeline configuration.

All experiments were conducted in the Google Colab environment, utilizing a T4 GPU
and implemented using the PyTorch library. All code was written in Python 3, ensuring
the reproducibility of our results.

8.1 Evaluation Metrics

The evaluation of our super-resolution models is based on two advanced perceptual
image quality metrics: MUSIQ and CLIPIQA. These metrics are particularly well-suited
for real-world applications, as they do not require ground-truth images for comparison
and focus on assessing visual fidelity and perceptual realism.

Multi-Scale Image Quality (MUSIQ) MUSIQ (Multi-Scale Image Quality) [66] is a no-
reference image quality assessment (IQA) metric that estimates the perceptual quality
of an image without requiring a ground-truth reference. It is particularly effective in
assessing the visual fidelity of images generated by models such as those used in super-
resolution, enhancement, or compression.

What sets MUSIQ apart is its multi-scale approach, which mimics how humans per-
ceive image quality by analyzing content at various spatial resolutions. Low-resolution
features help capture global structures (e.g., layout, symmetry), while high-resolution
features capture local details such as edges, textures, and noise. This holistic analysis
enables MUSIQ to evaluate both coarse and fine-grained artifacts.

Technically, MUSIQ employs a Vision Transformer (ViT) architecture trained on large-
scale image quality datasets. The model learns to encode perceptual cues from down-
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sampled versions of an input image, aggregating them to produce a final quality score.
Since it does not rely on pixel-level comparisons, it is especially suited for tasks like
super-resolution, where ground-truth targets may be absent or irrelevant.

Figure 8.1: Model overview of MUSIQ

Contrastive Language-Image Pretraining Image Quality Assessment (CLIPIQA) CLIP-
IQA [67], [68] is a modern no-reference image quality assessment (IQA) method that
leverages the powerful representational capabilities of the CLIP (Contrastive Language-
Image Pretraining) [69] framework. Unlike traditional metrics that rely on pixel-wise
comparisons or handcrafted features, CLIPIQA measures visual quality through the lens
of semantic and perceptual alignment.

At its core, CLIPIQA uses a pretrained CLIP model—originally designed to align images
and text in a shared embedding space—to evaluate how real or plausible an image ap-
pears based on learned high-level visual features. Instead of assessing whether an image
matches a ground-truth reference, CLIPIQA evaluates whether it matches the statistical
and semantic characteristics of high-quality, natural images.

This makes CLIPIQA especially suitable for generative tasks like image super-resolution,
where multiple plausible outputs can exist for a single input. In these contexts, traditional
metrics such as PSNR [70] or SSIM [71] may penalize perceptually valid variations. CLIP-
IQA, in contrast, focuses on semantic realism—whether an image looks like something a
human would recognize as coherent and natural.

By combining deep vision-language representation learning with perceptual evalu-
ation, CLIPIQA provides a reliable, scalable, and human-aligned assessment of image
quality. It is particularly valuable for evaluating the outputs of diffusion models, GANs,
or other generative systems in the absence of paired ground truth.
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Figure 8.2: Illustration of CLIPIQA’s perceptual capabilities. (a) Image A demonstrates
superior quality in terms of sharpness, brightness, and overall perceptual fidelity compared
to Image B, as reflected in the radar chart. (b) CLIPIQA’s abstract perception distinguishes
semantic attributes such as "natural," "happy," and "aesthetic" in Image A versus "scary"
and "complex" tones in Image B. These examples highlight CLIPIQA’s ability to quantify both
quality and abstract impressions using multimodal embeddings.

8.2 Comparative Evaluation of Our Pipeline

In this section, we present the experimental results of our super-resolution pipeline,
comparing the performance of two configurations: YOLO + vanilla SinSR and YOLO +
fine-tuned SinSR. The comparison is conducted across two domains—medical imaging
and real-world object detection—represented by the BraTS2023 and traffic light datasets,
respectively.

For each dataset, we analyze model performance through both quantitative scores
(MUSIQ and CLIPIQA) and visual comparisons. This dual perspective allows us to assess
how well each pipeline preserves fine details, enhances image realism, and adapts to the
demands of the application domain.

BraTS2023 Dataset

The first evaluation focuses on the BraTS2023 dataset, a benchmark in medical imag-
ing designed for the segmentation and analysis of brain tumors. This dataset offers
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high-resolution multimodal MRI scans, making it particularly well-suited for assessing
the ability of super-resolution models to recover fine anatomical structures from low-
resolution inputs.

Our model was trained for 30 epochs using a batch size of 64 and an initial learning
rate of 5.0×10−5, following a scheduled learning rate decay. Validation was performed ev-
ery 5 epochs, with model checkpoints saved at each iteration to monitor training progress.
In total, the training set included 22,320 MRI slices of glioblastoma-affected brains, pro-
viding a robust foundation for evaluating clinical-grade image reconstruction.

Quantitatively, the vanilla SinSR model achieved a CLIPIQA score of 0.46336 and a
MUSIQ score of 43.33183. After fine-tuning, our model showed a substantial improve-
ment, reaching 0.51584 in CLIPIQA and 44.37971 in MUSIQ. These results suggest that
our proposed pipeline is more effective at enhancing perceptual quality and preserving
medically relevant image details—critical factors in diagnostic workflows.

Method CLIPIQA MUSIQ Training Epochs Comments
Vanilla SinSR 0.46336 43.33183 - -
Finetuned model 0.51584 44.37971 30 Significant improvement

Table 8.1: Summary Table of Results for the BraTS2023 Dataset

The structured diversity of the BraTS2023 dataset played a crucial role in enabling our
model to generalize effectively across various tumor morphologies and imaging conditions.
This diversity contributed to the observed improvements in both quantitative metrics and
visual outcomes when using our proposed method.

To evaluate the impact of fine-tuning, we conducted a comparative analysis between
outputs generated by the baseline (vanilla) SinSR model and those produced by our fine-
tuned version. The differences in image sharpness, anatomical clarity, and perceptual
quality are readily apparent. While the vanilla model is capable of retaining general
structures, it frequently fails to reconstruct finer anatomical details. In contrast, our
fine-tuned model consistently produces images with enhanced definition, improved tis-
sue contrast, and greater structural fidelity—an essential advantage in clinical imaging
scenarios where resolution is paramount.

These improvements are visually illustrated in Figures 8.3–8.6, which present side-
by-side comparisons of both models across representative MRI slices. The correspond-
ing CLIPIQA and MUSIQ scores, reported in Tables 8.2–8.5, further support the visual
findings, demonstrating the effectiveness of our fine-tuned approach in enhancing both
perceptual realism and diagnostic utility.
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Figure 8.3: MRI comparison of a first patient between the vanilla SinSR model and the fine
tuned model

CLIPIQA MUSIQ
Vanilla SinSR 0.58877 31.01172

Finetuned SinSR 0.67096 35.09375

Table 8.2: Quantitative evaluation of MRI results for the first patient

Figure 8.4: MRI comparison of the second patient between the vanilla SinSR model and the
fine tuned model
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CLIPIQA MUSIQ
Vanilla SinSR 0.52724 26.76562

Finetuned SinSR 0.65398 33.679695

Table 8.3: Quantitative evaluation of MRI results for the second patient

Figure 8.5: MRI comparison of the third patient between the vanilla SinSR model and the
fine tuned model

CLIPIQA MUSIQ
Vanilla SinSR 0.57583 31.16667

Finetuned SinSR 0.66020 36.26562

Table 8.4: Quantitative evaluation of MRI results for the third patient

Figure 8.6: MRI comparison of the fourth patient between the vanilla SinSR model and the
fine tuned model
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CLIPIQA MUSIQ
Vanilla SinSR 0.58643 31.01172

Finetuned SinSR 0.67096 35.09375

Table 8.5: Quantitative evaluation of MRI results for the fourth patient

Custom Traffic Light Dataset

Following the evaluation of the BraTS2023 dataset, we turn our attention to a more
challenging and visually diverse task—super-resolving traffic light imagery in real-world
scenes. For this purpose, we utilized the custom traffic light dataset introduced in pre-
vious chapters, which comprises 8,157 curated images collected from publicly available
datasets. These images include various viewpoints, weather conditions, and lighting sce-
narios, such as daytime, nighttime, and dusk.

To maintain consistency in the experimental setup, we trained the SinSR model for 20
epochs using the same training parameters as those applied to the BraTS2023 dataset.
The goal of this experiment was to assess whether the fine-tuning process could improve
perceptual quality in highly variable, real-world imagery where object structure is often
less consistent and more occluded.

Quantitatively, the baseline SinSR model achieved a CLIPIQA score of 0.619685 and
a MUSIQ score of 61.859375. After fine-tuning, our model exhibited only a marginal
improvement in CLIPIQA (0.620766) but a notable decrease in MUSIQ (57.435679), sug-
gesting a trade-off in perceptual sharpness versus semantic realism.

Table 8.6: Performance Summary on Traffic Light Dataset

Method CLIPIQA MUSIQ Epochs Remarks
Vanilla SinSR 0.619685 61.859375 — Baseline
Fine-tuned SinSR 0.620766 57.435679 20 Slight perceptual gain; re-

duced overall image quality

These results suggest that the dataset may lack the structural consistency and reso-
lution required for effective learning. Unlike medical scans, which offer high anatomical
regularity and well-aligned features, traffic lights appear in a broad range of configura-
tions, often occupying only a small portion of the image. As a result, both models—vanilla
and fine-tuned—struggled to extract and enhance fine visual details with consistent ac-
curacy.

To further investigate, we visually compared outputs from both models. Figures 8.7
and 8.8 present examples where differences in visual quality are minimal. In both cases,
neither model significantly outperforms the other in enhancing the sharpness or per-
ceptual clarity of traffic light features. This limitation emphasizes the need for either a
higher-resolution, better-annotated dataset or domain-specific augmentation strategies
tailored to small-object enhancement.

The associated CLIPIQA and MUSIQ scores for each case are listed in Tables 8.7
and 8.8, confirming the minimal performance gap between the two configurations and
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underscoring the complexity of applying super-resolution to unconstrained, real-world
datasets.

Figure 8.7: Comparison of super-resolution results for the first traffic light between the
baseline SinSR model and the fine-tuned model

CLIPIQA MUSIQ
Vanilla SinSR 0.63090 59.68750

Finetuned SinSR 0.65129 61.31250

Table 8.7: Quantitative evaluation of super-resolution performance for the first traffic light
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Figure 8.8: Comparison of super-resolution results for the second traffic light between the
baseline SinSR model and the fine-tuned model

CLIPIQA MUSIQ
Vanilla SinSR 0.60847 64.03125

Finetuned SinSR 0.59024 69.25000

Table 8.8: Quantitative evaluation of super-resolution performance for the second traffic
light
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Chapter 9

Conclusion

9.1 Conclusion

This thesis explored and analyzed the application of image super-resolution using
the state-of-the-art SinSR model on two distinct datasets: BraTS2023, a high-quality
medical imaging dataset, and a custom traffic light dataset composed of images extracted
from various sources. Our experimental analysis demonstrated that SinSR successfully
enhanced MRI images in the BraTS2023 dataset, producing promising results. However,
for the custom traffic light dataset, the outcomes were less encouraging, as no significant
improvements in resolution were observed.

The successful performance of SinSR on BraTS2023 suggests that the model is well-
suited for structured, high-quality datasets, particularly in domains such as medical
imaging, where fine details are critical. Conversely, the limited success on the traffic light
dataset suggests potential constraints, likely stemming from low dataset diversity, image
quality issues, or the absence of distinctive high-frequency details necessary for effective
super-resolution. These findings indicate that SinSR’s effectiveness is highly dependent
on dataset quality, emphasizing the need for careful dataset selection and preprocessing
when applying super-resolution techniques to real-world data.

The comparative analysis of both datasets provides valuable insights into the strengths
and limitations of diffusion-based super-resolution methods, reinforcing the importance
of data quality, diversity, and structural consistency in achieving optimal results.

9.2 Future Extensions

This study lays the groundwork for further improvements and explorations in the field
of image super-resolution. To enhance SinSR’s performance and applicability, future
research could explore the following directions:

• Enhancing Dataset Diversity and Quality: Expanding the traffic light dataset with
higher-quality images, captured under varied lighting conditions, perspectives, and
environmental factors, could improve the model’s generalization and performance.

• Exploring Alternative Super-Resolution Architectures: Investigating more ad-
vanced models, such as ESRGAN (Enhanced Super-Resolution GAN) or EDSR (En-
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hanced Deep Super-Resolution Network), may reveal whether alternative architec-
tures can better handle real-world, unstructured datasets.

• Leveraging Transfer Learning: Utilizing pre-trained SinSR models trained on large,
high-resolution datasets could enhance the model’s adaptability and performance
on specialized domains, particularly for traffic light detection.

• Experimenting with Different Loss Functions: Incorporating perceptual loss (e.g.,
VGG-based loss) or adversarial loss (GAN-based training) could lead to more visu-
ally realistic and high-fidelity super-resolution outputs, improving the perceptual
quality of generated images.

• Evaluating Across Additional Datasets: Expanding the analysis by applying SinSR
to multiple datasets (e.g., satellite imagery, autonomous driving datasets, or indus-
trial inspections) would provide deeper insights into its adaptability and effective-
ness across diverse applications.

By addressing these future directions, the robustness and real-world applicability
of SinSR can be further improved, making it a more versatile tool for various domains
requiring high-resolution image reconstruction.
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